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Partea l

Introducere si Context Teoretic

Capitolul 1

Introducere

1.1 Prezentarea domeniului tezei de doctorat

Volumele mari de date reprezintd o provocare importantd pentru analiza, procesarea si
invitarea datelor, deoarece informatiile devin disponibile in cantititi coplesitoare. In
acest context, imaginile, videoclipurile, sunetul, textul si alte ,,metadate” sunt dificil de
explorat si analizat. Pentru a profita de astfel de date, abordarile de invatare automata si
invatare profundd, in special, sunt dezvoltate pentru a analiza fie modalitdtile indepen-
dente, fie intregul spectru multimedia. Mai multe dintre rezultatele studiilor consolidate
ale tehnicilor de invatare profunda recente arata ca sunt capabile sa descopere modele
complexe 1n seturi de date masive, datoritd capacitatilor lor superioare de extragere de
reprezentdri pentru date multidimensionale, care, atunci cand sunt combinate cu capa-
citatea lor de clasificare, depaseste semnificativ descriptorii si clasificatorii traditionali.
Astfel de abordéri devin din ce 1n ce mai fezabile, trecand de la ipoteze la sisteme
si aplicatii tangibile in multe domenii, cum ar fi viziunea computerizatd, economia,
medicina, pentru a numi doar citeva. Cu toate acestea, existd incd multe domenii si
probleme emergente, de nisa sau complexe, care nu beneficiazd de avantajele Tnvatarii
profunde. Comunititile de cercetare exploreaza 1n continuare amploarea a ceea ce poate
realiza invitarea profundi. In acest context, aceasti tezi studiazi si exploreazi metode
profunde bazate pe Tnvitare pentru clasificarea multimedia cu aplicatii in teme consacrate
si emergente. Toate aceste eforturi sunt directionate pentru a forma o bazd de cunostinte
pentru practicantii de invatare automata.

1.2 Scopul tezei de doctorat

Numarul de aplicatii care pot fi dezvoltate folosind invatarea automatd, si in special
invdtarea profundd, este practic nelimitat. Cu toate acestea, multe alte aplicatii depasesc
considerabil capacitdtile tehnicilor existente de Invatare profundad. Un astfel de sector
este medicina, unde mai multe metode automate de inregistrare a segmentarii au fost



investigate si propuse pentru a fi aplicate In medii clinice. Chiar dacd imaginile medicale
oferd o multime de informatii, acestea sunt dificil de utilizat n practica clinica datorita
imprevizibilitdtii lor inerente. Un alt exemplu este domeniul financiar, in care datele
reprezentate de pretul marfurilor, pretul actiunilor sau rata de schimb sunt necunoscute
lar+ 1, ceea ce face extrem de dificild antrenarea retelelor neuronale profunde, avind in
vedere ca acestea necesitd un volum vast de date.

Pe langd provocdrile mentionate mai sus, existd un alt factor care joacd un rol
important in depdsirea barierelor de performantd umane prin invitarea profunda in
domenii mai specializate. Aceasta este lipsa practicienilor de invatare profunda. Un
motiv este natura interdisciplinard inerent a acestui domeniu, care necesita cunostinte
puternice de matematicd aplicatd, programare si cunostinte specifice domeniului pentru
a Tntelege, construi, rula si valida abordari bazate pe invitare profunda.

Toate aceste aspecte m-au motivat sd studiez aceste domenii extrem de provocatoare si
sd colectez, n aceasta teza, informatii valoroase cu privire la formarea retelelor neuronale
profunde supravegheate aldturi de bune practici capabile sd stimuleze performantele
retelelor, lectiile invatate si lectiile utile pentru viitor.

1.3 Continutul tezei de doctorat

Aceastd tezd este structuratd dupa cum urmeaza: Capitolul 2 prezintd o recenzie a literatu-
rii abordand metodele care stau la baza implementérilor de invétare profundd, acoperind
elementele de baza ale retelelor neuronale populare, si progreseaza cu tehnici avansate
de regularizare si optimizare pentru construirea, implementarea, configurarea, antrenarea
si optimizarea modelelor de retele neuronale. Partea II prezintd contributiile personale 1n
domenii de nisd, incepand cu metode legate de domeniul medical ce implicd detectarea
tipurilor de tuberculoza, predictia rezistentei tuberculozei la tratament, si labiolectura
automata (,,lipreading”) in Capitolul 3, urmat de metode legate de supraveghere care
implicd reidentificarea si cautarea persoanelor in Capitolul 4, metode legate de Tnvdtarea
automatd care implica tehnici de invdtare cu ansambluri si de generarea automatd de mo-
dele pe baza retelelor neuronale pentru prezicerea de diverse configuratii, de la clasificare
si regresie binara la clasificarea multi-etichetd, obtinind rezultate ‘“‘state-of-the-art” in
literatura de specialitate in Capitolul 5, metode legate de domeniul economic (,,fintech™)
care implica clasificarea tendintelor stocurilor in Capitolul 6 si o serie de baze de date
care sunt in prezent referinta literaturii cu privire la predictia secventelor interesante,
detectarea violentei si identificarea faciald, urmate de informatii, observatii si recoman-
dari privind dezvoltarea sistemelor de predictie relevante pentru fiecare dintre seturile
de date in Capitolul 7. Teza se incheie cu Capitolul 8, cu constatari majore si sugestii



pentru viitorul studiu, precum si o prezentare generald a lucrdrilor mele publicate si a
contributiei mele la acestea.

Capitolul 2

Retele Neuronale Artificiale Profunde

Acest capitol oferd o revizuire si un sondaj in timp util asupra arhitecturilor de nvitare
profunda, precum si a aplicatiilor si limitdrilor acestora. Scopul sdu este de a oferi
cititorilor un cunostintele de baza despre diverse modele si cele mai recente progrese si
realizdri, pentru a usura Intelegerea conceptelor si tehnicilor propuse.

2.1 Retele Neuronale Convolutionale

Retelele neuronale convolutionale (CNN5s) sunt reprezentate de o listd de straturi convo-
lutionale sub forma unei stive, unde fiecare strat are o reprezentare tridimensionala (3D),
si anume ldtime, indltime, adancime, similar cu o imagine color RGB. Acest aranjament
permite retelelor convolutionale sd recunoasca secvential forme sofisticate, de la valorile
initiale ale pixelilor pana la scorurile de clasa prezise. Urmatoarele subsectiuni descriu
astfel de arhitecturi de invdtare profunda in cadrul unei revizuiri si sondaje in timp util.

2.1.1 Structura Retelelor Convolutionale

Convolutia este o operatie liniard care masoara cat de bine se suprapun doud functii In
locatii diferite. CNN-urile sunt de obicei utilizate cu imagini, tensori 3D cu doi indici de
coordonate spatiale si un indice de selectie a canalului.

Subesantionarea (,,pooling”) este o functie exprimata ca o matrice de dimensiune fixa
care traverseaza toate regiunile din intrare, realizdnd o subesantionare intrarii, oferind o
singura valoare la fiecare locatie prin diferite functii matematice, e.g., maxim, mediere,
median, etc.)

Hiperparametri sunt compusi din: (i) dimensiunile filtrului (,.kernel”), (ii) pasul
(,,stride”) care indicd modul de baleiere a imaginii de intrare si, (iii) bordarea (,,pa-
dding”) care stabileste dacd imaginea va fi bordata cu valori de 0, astfel incat sa fie
parcursi toti pixelii din imagine.

212 VGG

Arhitectura VGG [32] propune nuclee de convolutie mici (3 x 3) cu justificarea cd o
stiva de doua filtre de 3 x 3 are un camp receptiv de 5 X 5 si o stiva de trei straturi
convolutionale de 3 x 3 are un camp receptiv cu dimensiunea de 7x7.



2.1.3 GoogleNet

GoogleNet [42] este o altd retea neuronald convolutionala popularad formata din 22 de
straturi cu o arhitecturd relativ complexa numita ,,inception” care au ca scop rezolvarea
problemelor impuse de principiul profunzimii retelelor neuronale, si anume: (i) numarul
mare de parametri si (i1) ) resursele de calcul.

2.1.4 ResNet

ResNet [13] aduce mai departe noi imbundtatiri, prin premisa cd retelele mai adanci
trebuie sd fie cel putin la fel de eficiente ca retelele echivalente mai putin adanci. Acest
lucru a fost realizat invitand diferenta reziduald dintre functia de intrare si functia de
translatare.

2.2 Retele Neuronale Recurente

Retele neuronale recurente(RNN) [28] sunt algoritmi puternici si robusti, capabili sa 1si
aminteasca intrarea lor utilizdnd o memorie internd, lucru ce le oferd capacitatea de a fi
precise 1n prezicerea viitoarei secvente.

2.2.1 Retele Neuronale de Memorie pe Termen Lung si Scurt

Retelele de memorie pe termen lung si scurt [14] reprezintd o imbunatitire incrementald a
retelelor recurente care permit extinderea memoriei. Aceasta imbundtdtire ajutd reteeaua
sd Tnvete dependenta pe termen lung.

2.3 Mecanisme de Atentie

Mecanismele de atentie [44] sunt Tn esentd, functii care translateaza contextul relevant sub
forma de interogdri si perechi cheie-valoare la o iesire. Presupunand ca exista o interogare
arbitrard, mecanismele de atentie Tnvatd sd participe la reprezentdri intermediare prin
straturi de subesantionarea a atentiei prin ponderi de atentie.

2.4 Practici Bune pentru Inviitarea Profundi

Aceastd sectiune investigheaza metodologii comune si bune practici pentru antrenarea
arhitecturilor de invatare profunda.



2.4.1 Augmentarea Datelor

Date suplimentare pot fi obtinute din esantioanele limitate existente prin diverse trans-
formari geometrice, transformari ale spatiului de culoare, filtre de nucleu, amestecarea
imaginilor, stergerea aleatorie [31], pentru a numi cateva.

2.4.2 Optimizarea Hiperparametrilor

Principali hiperparametri sunt: (i) Rata de invatare care controleazi cét de repede un
model ajunge la convergentd, (ii) Numarul de epoci care controleaza de cate ori se
actualizeaza ponderile, (iii) Straturile ascunse care conecteazi straturile de intrare si
iesire ale unei retele neuronale. Rolul lor este de a aplica transformari neliniare datelor,
si (iv) Functiile de activare care introduc neliniaritatea in retea.

243 invétare prin Transfer

Motivatia invatdrii prin transfer este cd reteaua va putea generaliza mai repede avand la
dispozitie un set redus de date daca foloseste baze de date vaste din domenii conexe.

2.4.4 Oprimizare Fina

Optimizarea find (,,fine tunning”) este o metodologie de invatare profunda constand
in utilizarea ponderilor unei retele neuronale existente antrenate pe o sursa de date si
initializarea unui nou model al aceleiasi retele pe datele tinta din acelasi domeniu .

2.5 Limitirile Actuale ale Invitirii Profunde

Fiecare instantd din Tnvdtarea profunda este reprezentatd vectorial, ceea ce inseamnd cd
totul poate fi privit ca un punct dintr-un spatiu geometric. Intrarile modelului (care ar
putea include sunet, text, videoclipuri, etc.) si tintele sunt transformate Tntr-un spatiu
vectorial de intrare initial si, respectiv, intr-un spatiu vector tintd. Fiecare strat dintr-o
topologie de invdtare profunda efectueaza doar o singura transformare geometrica asupra
datelor care trec prin el de-a lungul calculului sdu. Cand este combinatd, secventa
straturilor are ca rezultat o transformare geometrica foarte complicatd, care incearcd sa se
potriveasca intrarii 1n spatiul tintd, utilizand o serie de transformari diferite. Este posibil
sd se parametrizeze aceastd transformare prin actualizarea ponderilor straturilor Tn mod
repetat, pe baza performantei retelei la un moment dat. Este crucial sd retineti cd aceasta
transformare geometrica trebuie sa fie diferentiatd pentru a actualiza parametrii utilizand
un algoritm de optimizare pentru a gdsi un minim local. O altad limitare a modelelor de
invdtare profunda este ca acestea nu au nicio intelegere a datelor pe care le primesc Mai
mult, cand vine vorba de generalizare, modelele de Tnvitare profunda sunt competente
doar 1n generalizarea locald, ceea ce Tnseamnd cd se pot adapta doar la situatii noi, care
sunt foarte asemdndtoare cu datele anterioare.



2.6 Concluzii

Invitarea profundi supravegheati a avut un impact semnificativ in ultimul deceniu, im-
pingand sistemele de ultimd generatie Tn recunoasterea vorbirii, viziunea computerizata,
sistemele de recomandare, intelegerea limbajului si analiza imaginii medicale, si altele.
In timp ce diferitele aspecte ale invitirii profunde supravegheate sunt bine cercetate,
devenirea unui practicant necesitd un anumit nivel de expertiza pentru a evita supraantre-
narea modelului si pentru a obtine rezultatele dorite. Mai mult, antrenarea modelelor
supravegheate este o sarcind laborioasa si care necesitd mult timp, deoarece capacitdtile
predictive ale unor astfel de sisteme depind de calitatea datelor. Este bine cunoscut faptul
ca arhitecturile supravegheate de Tnvdtare profundd necesitd un vast set de date, iar aceste
date pot avea o anumiti probabilitate de eroare umani, afectand calitatea predictiilor. In
ciuda acestor neajunsuri, invitarea profundd supravegheata depaseste limitele in multe
industrii si domenii. In ceea ce priveste limitirile actuale, cititorul ar trebui s observe ci
singura realizare concretd a Tnvatarii profunde pand acum a fost capacitatea de a efectua
mapadri de intrare-iesire folosind o transformare geometrica continud in prezenta unor
volume enorme de date etichetate de om. Desi realizarea cu succes este transformativa
pentru aproape orice domeniu, este inca departe de performantele la nivel uman, fard a
aborda alte bariere precum rationamentul si abstractizarea.



Partea 11

Contributii Personale

Capitolul 3

Medical Applications

3.1 Invitare Profundi pentru Giisirea si Clasificarea Ti-

purilor de Tuberculoza pentru un Tratament Tintit

3.1.1 Introduction

ImageCLEF! este o campanie de ciutare de imaginii si de evaluare comparativi in
care algoritmii sunt evaluati pe picior de egalitate. Una dintre sarcinile medicale de la
ImageCLEF 2017 s-a concentrat asupra procesdrii datelor despre tuberculoza (TB) din
imagini CT toracice (tomografie computerizata). Au fost propuse participantilor doua
subtaskuri distincte: (1) Multi-drug resistance (MDR) si (i1) Tuberculosis type (TBT).
Cititorul poate gasi aici [37] lucrarea stiintifica.

Contributiile mele la aceste sarcini sunt urmatoarele: 1) explorarea metodelor complet
automate de segmentare a plamanilor in volume CT, ii) propunerea unei modalitati
RGB care permite aplicarea unor bune practici pentru antrenarea metodelor de invatare
profunda si iii) ajustarea fina a retelelor neuronale din starea artei cu privire la datele
medicale, obtinand locul doi in competitia de predictie a tuberculozei..

3.1.2 Metoda propusa

Metoda propusa foloseste arhitectura GoogleNet descrisa in [42]. Aceastd topologie
a fost aleasd datoritd eficientei sale care ne permite sd extindem adancimea si latimea
retelei, fird a creste considerabil efortul de calcul. In ceea ce priveste modelarea
structurii volumului, o tehnicd bazata pe esantionare structurald s-a dovedit avantajoasa
alaturi de diverse metode de antrenare pentru a aborda provocarile asociate cu un numar
redus de exemple. Aceste tehnici includ pre-antrenarea Intre modalitdti si augmentarea
datelor cu reprezentdri imbunatdtite. De asemenea, exploram si o tehnicd automata de
segmentare pulmonara pentru ambele subtaskuri. Toate aceste procesari ne permit sa

http://www.imageclef.org/
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extragem reprezentdri din fiecare imagine din volumul CT al pacientilor folosind o retea

TR

printr-o clasificare SoftMax.

Multi-Drug Resistant Detection

Run 1: Rank 7: Pentru antrenarea retelei, am folosit augmentarea datelor prin
esantionarea unei subimagini de 224 x 224, decupati aleatoriu din cadrul selectat. in
etapa de testare, avand la dispozitie un volum nou de date, extragem toate cadrele si le
propagam prin reteaua neuronald. Etichetarea este realizatd prin medierea probabilitatilor
cadrelor din volum.

Tuberculosis Types Detection

Run 1: Rank 3: In aceastd submisie, am folosit transformarea RGB ca intrare a retelei
optimizatd fin folosind setul de date ImageNet.Pentru inferentd, avand la dispozitie un
volum CT, extragem toate cadrele si le propagam prin retea. Etichetarea volumului
se obtine prin medierea probabilititilor fiecdrui cadru din volum, obtinute prin functia
SoftMax.Aceasta abordare produce o precizie de 46% pe setul de validare.

Run 2: Rank 8: In aceasti submisie, am folosit o transformare in nuante de gri,
discretizdnd cadrele 1n intervalul de la O la 255 printr-o transformare liniard. Am
preantrenat reteaua folosind setul de date ImageNet si modificand ponderile straturilor de
convolutie rezultate ale modelului ImageNet RGB. Pentru inferenta, dat fiind un volum,
extragem toate cadrele si realizdm medierea probabilitdtilor fiecdrui cadru din volum,
obtinute prin functia SoftMax.Aceasta abordare produce o precizie de 41% pe setul de
validare.

3.1.3 Rezultate

Pentru subtaskul MDR, abordarea propusa a obtinut a 7-a pozitie in functie de acuratete
(0,5352) din 28 de submisii participante. Pentru subtaskul TBT, submisiile trimise au
obtinut pozitia a 3-a si respectiv a 8-a dintr-un total de 23 de submisii participante, cu o
valoare Kappa de 0,2329.

3.1.4 Concluzii

In acest studiu, prezentim dous tehnici de clasificare a tuberculozei complet automatizate
si un model automat pentru estimarea probabilitdtii pacientilor cu tuberculoza sa dezvolte
o formi rezistentd la medicamente. in acest context, au fost evaluate diferite metode
eficiente pentru antrenarea retelelor convolutionale neuronale. Metodele au obtinut o
acuratete de 38,7% si respectiv 51 % pe setul de date MDR atunci cand se utilizeaza
procedurile de antrenare propuse.



3.2 invétarea Profunda pentru Predictia de tip Multi-
Ipoteza in Imagini Medicale

3.2.1 Introducere

Interpretarea si rezumarea vizuald au generat o atentie tot mai sporitd in comunitatile
vederii artificiale si procesarii limbajului natural datoritd aparitiei intelegerii automate a
imaginilor si a explicatiilor rezonabile. In acest context, etichetarea automati a imaginilor
medicale promite sd ajute medicii cu informatii importante, reducand in acelasi timp
impactul general al fluxului de lucru. Datoritd rolului sdu vital, provocarea medicala de
etichetare a imaginilor investigate in competitia internationald ImageCLEF din 2017 [18]
avanseaza metodologia de translatare a informatiilor din imagini medicale 1n cdutarea
unor metodologii imbundtdtite pentru rezumarea informatiilor vizuale. Pentru mai multe
informatii, cititorul este directionat catre lucrarea stiintifica [39].

Contributiile mele constau dinS 1) propunerea unui algoritm de predictie multi-
ipotezd bazat pe o retea neuronald profundd pentru imagini medicale, ii) o metoda de
codare a conceptelor bazatd pe o abordare de codificare ,,ione-hot vector" iii) explorarea
Bibliotecii Nationale de Medicind pentru construirea unei ierarhii de concepte medicale.

3.2.2 Metoda propusa

Pentru a rezolva aceasta sarcind, ne propunem sa analizdm paradigma semantica care
separd conceptele textuale si imaginile asociate. Avand in vedere acest lucru, prezentim
o retea neuronald convolutonala flexibild care acceptd un numadr arbitrar de ipoteze ca
intrare si produce predictii finale multi-etichetd la iesire. Metoda noastrd profita de
modelul ResNet—152 [13]. In acest context, reteaua a fost preantrenati folosind setul
de date ImageNet, ce a contribuit la initializarea ponderilor pentru antrenarea bazei de
date tintd, cu un strat "Sigmoid Cross Entropy Loss" in faza de antrenament si un strat
Sigmoid 1n faza de testare, producand o distributie de probabilitate intre clase. Etichetele
au fost codificate folosind tehnica de codare "one-hot vector". in final, lista de comcepte
a fost construita pentru imaginile de testare, prin stabilirea unui prag peste scorurile de
predictie.

For all trials, we present the official metric, namely F1 score. For our approach, we
pretrained the network on the ImageNet dataset and finetuned it on the target dataset
by taking images of size 256 x 256 pixels without performing any data augmentation
during training. No external resources are used to augment the data set in our approach.

Evaluarea experimentald s-a realizat folosind metrica oficiald, si anume metrica F1.
Metoda propusa a fost preantrenatd folosind setul de date ImageNet, optimizata pe setul
de date tintd. Sistemul nu se foloseste de augmentarea datelor in timpul antrendrii.



3.2.3 Rezultate

O singurd submisie a fost trimisa competitiei ca parte a participdrii noastre. Folosind
protocolul descris 1n sectiunea anterioard, am obtinut un scor F1 de 0,089.

3.2.4 Concluzii

Aceastd sectiune introduce un cadru pentru abordarea problemei clasificdrii imaginilor
cu multi-etichete. Cu toate acestea, datoritd numarului mare de parametri care trebuie
invatati, antrenarea unei retele CNN multietichete nu este adecvata pentru seturi de date
zgomotoase, cu un numar limitat de exemple de antrenare. Prin urmare, demonstram
modul 1n care un CNN antrenat cu seturi de date de imagine cu o singura eticheta, cum
ar fi ImageNet, poate fi utilizat pentru problema cu etichete multiple pentru a atenua
problema mentionatd anterior.

3.3 Inviitare Profundi pentru Citirea Buzelor: Citre
Citirea Independent de Vorbitor pentru Limba Ro-
mana

3.3.1 Introducere

Citirea buzelor (,,labiolectura") este procesul de interpretare a cuvintelor vorbite din
informatii vizuale, in special viseme care sunt reprezentate de dinamica buzelor, cu
multe aplicatii practice, inclusiv aparate auditive si ajutarea persoanelor cu deficiente de
auz.

In acest studiu, ne propunem si exploatim cunostintele lingvistice existente si si
generalizam pentrum limbi noi prin invatarea prin transfer, folosind cunostintele dintr-un
domeniu sursd pentru a le aplica intr-un domeniu tintd. Intuitia noastra este ca astfel de
tehnici vor relaxa ipoteza referitoare la faptul cd datele de antrenare trebuie sa respecte
anumite reguli, cum ar fi independenta si distribtuia similard cu datele de testare. De
asemenea, am generat un set de date multilingv la scard micd numit LRM ("Lip Reading
Multilingual"), bazat pe seturi de date de citire a buzelor deja disponibile pentru a ne
valida ipotezele.

Contributia mea cuprinde: i) analizarea si implementarea bunelor practici pentru
antrenarea retelelor neuronale profunde si preprocesarea datelor intr-un mod benefic
pentru citirea vizuald a buzelor si ii) dezvoltarea de modele de citire a buzelor vizuale
pentru echipamente eterogene, folosind tehnici de reducere a parametrilor retelelor
neuronale. pentru a dovedi fezabilitatea unor astfel de sisteme in contextul cererii masive
de calcul intensiv atat pentru antrenare, cat si pentru implementarea unor astfel de
sisteme. Din cunostintele noastre, am fost primul grup de cercetare care a lansat un set
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Tabel 3.7 Rezultatele obtinute pentru setul de date LRM multilingv, exprimate folosind
metrica de acuratete.

.. Acc. Top-1
Model Invdll;udual hard hard+easy
subset Val Test Val Test
LRM 0.625 0.620 | 0.752 0.745
D3D LRW 0.835 0.830 | 0.836 0.847
LRRo 0.578 | 0.614 | 0.885 0.892
LRW-1000 | 0.463 0.418 | 0.535 | 0.496

de date pentru citirea buzelor si modele pentru limba roméana. Cititorul este redirectionat
cdtre lucrarea stiintifica [20] pentru mai multe detalii.

3.3.2 Metoda propusa

Metoda propusa optimizeaza o tehnica populard de citire a buzelor, si anume D3D
(DenseNet 3D) [35] urmatd de un set de bune practici pentru antrenarea modelelor de
citire a buzelor pentru recunoasterea vizuald a vorbirii.

In acest context, am eliminat informatiile redundante pentru a analiza doar regiunile
discriminatorii. Astfel, pentru a recunoaste caracteristicile faciale, toate imaginile din
secventele video sunt trecute mai intai prin detectorul de fati MTCNN [48] si aliniate
st normalizate utilizand caracteristicile detectate. Imaginile rezultate sunt augmentate
folosind transformari afine pentru a augmenta baza de date si pentru a imita variatiile din
seturile de date multilingve. Aceste etape au fost stabilite experimental dupa evaluarea
unei varietati de configuratii.

Ipotezele sunt validate folosind trei seturi de date la nivel de cuvant disponibile public,
LRW [2] pentru englezd, LRW-1000 [47] pentru mandarind si LRRo [19] pentru romana.
Mai mult, prin combinarea subseturilor de date din englezd, mandarind si romana,
am realizat un set de date multilingv. Scopul acestui set de date este de a determina
daca tehnicile existente sunt capabile sa invete regulile de compozitie pentru diferite
limbi si apoi sa foloseascd acele informatii pentru a invdta sa completeze spatiile libere
atunci cand este necesar, folosind reguli de limbaj similare. Pentru toate experimentele,
prezentdm trei metrici: acuratetea top-1, acuratetea top-5 si coeficientul Kappa Cohen
pentru a tine cont de varietatea datelor.

3.3.3 Rezultate

Furnizdm rezultatele studiului pentru setul de date multilingv 1n aceasta sectiune.

Invatarea multilingva

Pe subsetul "hard" al bazei LRRo, strategia de transfer multilingv a depasit strategia
de preantrenare cu 14,1 si respectiv 0,2 puncte procentuale. O crestere similard de
8,4 si 18,5 puncte a fost observatd in subsetul "easy+hard". De asemenea, rezultatele
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experimentale indicd o imbunatatire de 1,1 puncte pentru modelul D3D pe subsetul
"easy+hard" al setului de date LRW-1000.

3.3.4 Concluzii

Rezultatele aratd ca: 1) invdtarea prin transfer s-a Tmbunadtdtit cu fiecare dintre protocoa-
lele de invdtare aplicate subseturilor individuale precum si setului de date multilingyv,
ii) setul de date multilingv este o optiune de considerat pentru a atenua dezechilibrul
de clasa, si iii) invatarea multilingva este independenta de lungimea cuvintelor, facand
posibild bazelor de date multilingve pentru antrenarea modelelor pentru limbi mai putin
reprezentate in comunitatea stiintifica.

Capitolul 4

Supraveghere Video

4.1 Detectia si Re-Identificarea Persoanelor

4.1.1 Introducere

Reidentificarea persoanei abordeaza problema cautdrii unor persoane specifice prin
intermediul camerelor de supraveghere care nu se suprapun. Acest lucru se realizeaza
prin estimarea asemdndrilor vizuale Intre diferite perechi persoana detectata-tinta.
Contributia mea la acest studiu constd Tn propunerea unui cadru pentru re-identificarea
persoanelor care efectueaza atat detectia precum si clasificarea persoanelor concomitent,
spre deosebire de abordarile generale ce realizeazd doar re-identificarea, utilizand astfel
un protocol simplificat, ce presupune o aliniere perfectd a coordonatele spatiale ale
persoanelor din galerie. Cititorul poate gdsi mai multe detalii in lucrarea stiintifica [40].

4.1.2 Metoda propusa

Sistemul propus cuprinde patru etape de procesare. Etapele sunt ilustrate in Figura 4.1. In
prima etapa, realizdm recunoasterea persoanelor in fluxuri video prin predictia campuri-
lor vectoriale care dezvaluie direct relatia dintre componentele anatomice dintr-o imagine.
Modelul propus a fost antrenatfolosind etichetele din setul de date MSCOCO [26]. A
doua etapa presupune segmentarea componentelor corporale. Acest lucru se realizeaza
prin propagarea imaginilor color achizitionate in etapa anterioard, si unificarea coor-
donatelor spatiale prin functia maxim pentru a realiza segmentarea persoanelor din
cadru. In al treilea pas, efectuim extragerea reprezentirilor, unde imaginile corpului sunt
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Figura 4.1 Reteaua neuronald propusd: (1) detectie umana, (2) segmentare, (3) extractie
reprezentdri fiziologice, (4) clasificare SoftMax [40].

convertite in descriptori de continut semnificativi. Acest lucru a fost realizat utilizind
reteaua VGG descrisd in [32].

In ultima etapi, folosim o clasificare SoftMax pentru a realiza antrenarea - clasificarea
noilor instante.

Evaluare

Pentru evaluarea sistemului propus, am folosit baza de date SCOUTER impreuna cu
o tehnicd de augmentare a datelor prin selectia a 10 imagini de dimensiuni si locatii
arbitrare din imaginea originala. Pentru a evalua performanta sistemului pripus, folosim
o masurd globald a performantei si anume mAP.

4.1.3 Rezultate

In aceasti sectiune, realizim o comparatie exhaustivi a sistemului propus cu sistemele
"state-of-the-art" din literaturd. Avand 1n vedere specificul sarcinii, si anume supraveghe-
rea video automatd, am testat doud aborddri: i) antrenarea de la zero, si ii) preantrenarea
sistemului folosind baza de date ImageNet. Prima noastrd abordare, antrenarea de la zero,
atinge un scor mAP de 60,56%, in timp ce a doua abordare, preantrenarea sistemului
atinge un scor mAP de 66,86%, depasind celelalte aborddri existente cu 5 respectiv 11
puncte procentuale.

4.1.4 Concluzii

In aceastd sectiune, am abordat problema reidentificdrii persoanelor prin dezvoltarea
unei retele neuronale profunde capabile sa re-identifice cu precizie ridicatd persoanele in
videoclipuri cu flux multiplu dintr-o varietate de surse (interioare si exterioare).
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4.2 Cautarea Persoanelor

4.2.1 Introducere

Avand la dispozitie o imagine de interogare, cdutarea unei persoane incearcd sa localizeze
persoana specificatd intr-o galerie de imagini utilizand imaginea de interogare. Este o
generalizare a problemei de clasificare a reidentificarii a persoanelor [50, 17], care se
bazeaza pe doud ipoteze si anume: i) coordonatele spatiale ale fiecdrei persoane din
galerie sunt furnizate si (i1) coordonatele spatiale sunt aliniate perfect. Cu toate acestea,
aceste doud ipoteze nu sunt valabile in realitate.

In aceasti sectiune, profitim de progresele invitirii profunde si propunem un cadru
de cdutare de persoane complet, care integreaza arhitecturi multiple de retele neuronale.
Contributiile personale sunt urmatoarele: (i) integrarea de mecanisme de atentie in
nucleul retelei. Acest lucru permite retelei sd se concentreze pe regiuni discriminatorii,
de exemplu, parti ale fetei si ale corpului, sau pe diferite accesorii, cum ar fi ochelari,
genti, etc., si (i1) efectuarea de transformari spatiale pentru a creste robustetea sistemului
la variatii spatiale. Cititorul poate gdsi mai multe informatii 1n lucrarea stiintifica [36].

4.2.2 Metoda propusa

In aceasti parte, oferim o descriere globali a retelei de ciutare a persoanelor propuse. In
plus, pentru a creste capacitatea predictiva a algoritmului, cercetdm, testdm si Tncorpordm
straturi de atentie in proiectare. Metodologia pentru efectuarea unei cautari de persoane
unificate constd din trei parti: (i) caracteristici globale, care sunt caracteristici de nivel
scazut extrase din intreaga imagine de intrare, (ii) propuneri de regiune pentru convertirea
caracteristicilor de nivel scazut in propuneri de persoane si (iii) caracteristici locale, care
sunt caracteristici discriminatorii corespunzatoare identitatilor din imagini.

Astfel, am implementat si evaluat trei retele neuronale profunde (DNN) "state-of-
the-art" din literaturd ca pilonuri ale arhitecturii noastre, si anume GoogleNet [42],
ResNet50 [13] si DenseNet121 [16].

Evaluare

Evaludam metoda propusa folosind trei baze de date de referintd din literaturp pentru
detectia si reidentificarea la scard larga a persoanelor, si anume: PRW [51], CUHKO3 [25]
st CUHK-SYSU [46]. Pentru fiecare set de date, am adoptat protocolul original de
evaluare pe care il ofera setul de date, si anume mAP.

4.2.3 Rezultate

Compardm sistemul propus de cdutare a persoanelor (cu sau fard utilizarea mecanismelor
de atentie) folosind trei retele profunde consacrate, si anume GoogleNet, ResNet50 si
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Tabel 4.3 Eficacitatea sistemului de cadutare a persoanelor exprimatd in MAP (IoU
>0,75)

Metoda PRW | CUHKO03 | CUHK-SYSU
GoogleNet 0.263 0.668 0.685
ResNet50 0.327 0.714 0.753
DenseNet121 0.335 0.703 0.778
GoogleNet 0.281 0.694 0.692
ResNet50,; 0.347 0.721 0.775
DenseNet121,4; | 0.358 0.717 0.783

DenseNet121 ca piloanea a sistemului pentru a evidentia utilitatea lor in cdutarea de
persoane. Rezultatele sunt rezumate in tabelul 4.3.

DenseNet121 depaseste celelalte doud retele pe doud din trei seturi de date. Tendinta
este valabild pentru variatiunile cu mecanisme de atentie, care depdseste in mod constant
variatiunile fard mecaniseme de atentie..

4.2.4 Concluzii

Experimentele extinse aratd cd mecanismul de atentie imbundtiteste Tn mod constant
performanta generald a sistemului, obtinind un scor mAP de 0,358, 0,721 si 0,783 pe
seturile de date PRW, CUHKO3 si, respectiv, CUHK-SYSU.

Capitolul 5

Invatarea de Ansambluri

5.1 Retele Neuronale Adanci pentru Antrenarea Ansam-

blurilor

5.1.1 Introducere

Un ansamblu este definit ca o colectie de clasificatori independenti, fiecare cu propriul
sdu domeniu de competentd, si un algoritm de invitare care genereaza o noud iesire
bazatd pe iesirile separate ale clasificatorilor pentru a prezice instantele viitoare de
intrare. Acest cocentp prezintd o strategie pentru fuziunea tarzie bazatd pe un set de
sisteme. Obiectivul ansamblurilor este de a produce un mecanism puternic bazat pe
expertiza numeroaselor clasificatoare pe care le contine. In aceastd sectiune, prezentim
o arhitecturd de ansambluri bazatd pe invdtarea profundd pentru a descoperi modele si
corelatii intre raspunsurile clasificatorilor individuali.
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(a) Arhitectura densa. (b) Arhitectura densd cu mecanisme de atentie.

Figura 5.2 Arhitecturi profunde de ansambluri propuse: numadr variabil de straturi dense
(L) si numdr variabil de neuroni pe strat dens (N) [38].

Concret, contributiile personale constau din: i) propunerea unui nou generator de
retele neuronale profunde "end-to-end". Arhitecturile sunt construite intr-o ordine
progresiva, mai intdi modele simple prin variatia numdrului de straturi dense, numarul de
neuroni pentru fiecare strat dens, si includerea sau excluderea straturilor de normalizare
a mini setului de antrenare, ii) dezvoltarea de retelele neuronale profunde adaptate
pentru invdtarea ansamblurilor si iii) validarea sistemelor pe o colectie largd de cadre de
evaluare comune sub diferite formulari, de la clasificarea / regresia binara la clasificarea
multi-etichetd. La momentul publicdrii, aceste metode depdsesc considerabil arhitecturile
de ultimd generatie pe toate seturile de date evaluate. Cititorul poate accesa lucrdrile
complete aici [4, 3, 38].

5.1.2 Metoda propusa

The proposed method follows the hypothesis that by aggregating using a deep neural
network architecture, we can more efficiently describe the bias learnt by each system and
the correlations across the biases, all while lowering the variance, allowing for robust
retrieval. To do this, we utilize straightforward yet efficient deep neural network designs
based on dense and attention ensembles.

Arhitectura densa

Pornind de la premisa ca arhitecturile dense sunt aproximatori universali capabili sa
invete orice functie, ne propunem sd generdm in serie variatiuni de astfel de retele. Astfel,
am definit un set de criterii pentru construirea topologiilor de retea, care includ urmétoa-
rele: 1) modificarea numarului de straturi complet conectate, (ii) variatia numarului de
neuroni din fiecare strat complet conectat, si (ii1) includerea sau eliminarea straturilor de
normalizare. Diagrama arhitecturii dense implementate este prezentatd in Figura 5.2a.

Arhitectura densa cu mecanisme de atentie

Pentru a creste acuratetea arhitecturii dense de ansambluri, propunem implementarea de
mecanisme de atentie. In acest sens, hdrtile de caracteristici sunt inmultite cu harti de
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atentie cu valori cuprinse intre O si 1. Diagrama implementarii propuse este prezentata
in Figura 5.2b.

5.1.3 Predictia interesului vizual

Setul de date MediaEval 2017 Predicting Media Interestingness [8] ofera date pentru
doua scenarii: (i) predictia interesului vizual in imaginii (INT2017.Image) si (ii) predictia
interesului vizual in videoclipuri (INT2017.Video). Pentru antrenarea retelelor de ansam-
bluri, am luat n considerare toate sistemele care participa la campania de evaluare, si
anume 33 de sisteme pentru INT2017.Image si 42 de sisteme pentru INT2017.Video.

Evaluare

Evaluarea se realizeaza utilizand urmaitoarele scenarii de divizare a datelor de testare: (i)
75% antrenare si 25% testare (RSKF75) si (i1) 50% antrenare si 50% testare (RSKF50).
Instantele divizate sunt amestecate aleatoriu de mai multe ori pentru a obtine o acoperire
totald. La final sunt generate 100 de partitii. Scorurile sunt calculate prin medierea
scorurilor pentru toate aceste partitii.

Rezultate

Aceastd sectiune prezintd rezultatele celor mai performante arhitecturi. Rezultatele
obtinute sunt rezumate in Tabelul 5.1. Pentru datele INT2017.Image, cea mai perfor-
mantd arhitectura densa foloseste 10 straturi dense si 1.000 de neuroni pe strat, fara
normalizarea minisetului de antrenare, obtindnd un mAP@10 de 0.3355 pentru RSKF75
si de 0.2316 pentru RSKF50. Adaugarea stratului de atentie a Tmbunatdtit si mai mult
rezultatele, astfel, cea mai performanta arhitectura cu divizarea RSKF50 realizand un
mAP@10 de 0,2399. Pentru datele INT2017.Video, cea mai bund performantd cu o
arhitecturd densa este obtinutd folosind 25 de straturi si 2.000 de neuroni pe strat, cu nor-
malizarea minisetului de antrenare, obtinand un MAP@ 10 de 0,2677 si 0,1562, pentru
RSKF75 si respectiv RSKF50.

5.1.4 Predictia scenelor violente

Setul de date MediaEval 2015 Affective Impact of Movies (VSD2015.Video) [33] este
compus din 31 de filme, 86 de videoclipuri de pe platforma YouTube si 10.900 de clipuri
scurte extrase din 199 de filme de diferite genuri (pana la 96 de ore)). Pentru antrenarea
arhitecturilor de ansambluri, am luat in considerare toate cele 48 de sisteme antrenate n
competitie.
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Evaluare

Pentru evaluarea performantei, folosim metrica oficiala publicatd de autorii datelor (pe
care au fost optimizati clasificatorii), si anume mAP. Metrica este calculata folosind
instrumentul software treceval'.

Rezultate

Rezultatele obtinute sunt rezumate in Tabelul 5.1. Pentru VSD2015.Video, o arhitectura
cu 5 straturi dense si 500 de neuroni pe strat a obtinut cea mai ridicatda performanta
pentru arhitectura densd, cu un MAP de 0,6341 pe setul RSKF75, in timp ce arhitectura
densd cu mecanisme de atentie a obtinut un scor mAP de 0,6486.

5.1.5 Predictia impactului emotional al filmelor

MediaEval 2018 Emotional Impact of Movies [7] este un set de date pentru recunoasterea
automata a emotiei in videoclipuri, in termeni de valentd, excitare si fricd. Pentru
antrenarea arhitecturilor de ansambluri, am luat Tn considerare toate sistemele care au
participat la campania de evaluare, si anume 30 de sisteme pentru sarcina de predictie a
valentei si excitdrii si 18 sisteme pentru sarcina de detectare a fricii.

Evaluare

Pentru a evalua performanta modelelor propuse, am adoptat metricile oficiale propuse
de autorii datelor, si anume: (i) pentru eroarea medie patraticd (MSE) si Coeficientul
de corelatie Pearson (PCC) pentru sarcina de predictie a valentei si excitarii, MSE fiind
metrica primara si Intersectia peste uniune (IoU) a intervalelor de timp, pentru sarcina
de detectare a fricii.

Rezultate

Rezultatele obtinute sunt rezumate in Tabelul 5.1. Pentru baza de date Arousal-Valence,
cea mai performantd arhitecturd DF-Dense a reusit sd imbunatiteasca rezultatele, ajun-
gand la 0,0549 si respectiv 0,0626. Reteaua DF-Attn a imbunatitit si mai mult aceste
rezultate. Pentru baza de date Fear, cea mai performanta configuratie DF-Dense atinge
un scor de 0,2129, crescind rezultatele "state-of-the-art" din literatura cu 35,17%. in
plus, atit configuratia DF-Attn creste scorul cu un IoU maxim de 0,2242, reprezentand o
crestere de 42% fatd de performanta initiala.

5.1.6 Detectia conceptelor

ImageCLEFmed 2019 Concept Detection (Caption) este un set de date de etichetare
automata a imaginilor si de Intelegere a scenei. Pentru antrenarea arhitecturilor de

Uhttps://trec.nist.gov/trec_eval/
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Tabel 5.1 Rezultate obtinute pentru INT2017.Image si INT2017.Video cu metrica
mAP@10, VSD2015 cu metrica mAP, Caption cu metrica F1, Arousal-Valence, cu
metrica MSE si PCC si fricd, cu metrica IoU .

System split H}Eig; Il\i;fjg;7 V%]i)di(z)ls Caption | Arousal Arousal | Valence Valence | Fear
(mAP@10) | mAP@10) | (mAP) (F1) | MSE) (PCC) | (MSE) (F1) | (IoU)
SOA orig 0.1560 0.0930 0.3030 | 0.2823 | 0.1334 0.3358 | 0.0837 0.3047 | 0.1575
Best-LF KF75 0.1674 0.1129 0.3920 | 0.2846 | 0.1282 0.3911 | 0.0769 0.3972 | 0.1621
DF-Dense KF75 0.2316 0.1563 0.6192 | 0.3462 | 0.0549 0.8315 | 0.0626 0.8101 | 0.2129
KF50 0.3355 0.2677 0.6341 | 0.3740 | 0.0571 0.8018 | 0.0640 0.7876 | 0.1938
DF-Attn KF75 0.2399 0.1668 0.6228 | 0.3522 | 0.0548 0.8339 | 0.0626 0.8107 | 0.2140
KF50 0.3389 0.2750 0.6486 | 0.3659 | 0.0568 0.8036 | 0.0640 0.7888 | 0.1913

ansambluri, am luat in considerare toate sistemele care au participat la campania de
evaluare, si anume 58 de sisteme.

Evaluare

Pentru a evalua performanta modelelor propuse, am adoptat metricele oficiale propuse
de autorii datelor, si anume, scorurile F1 calculate pe imagine si media calculatd pentru
toate imaginile. Metricile sunt calculate ca valori medii pentru toate partitiile.

Rezultate

Rezultatele obtinute sunt rezumate Tn Tabelul 5.1. Cea mai performantd configuratie
DF-Dense este reprezentata de o retea cu 5 straturi, cu 500 de neuroni pe strat si fara
normalizare pe minisetup de antrenare. Aceastd configuratie atinge un scor F1 de 0,3740,
crescand rezultatele "state-of-the-art" obtinute in literaturd cu 32,48%.

5.1.7 Studiu de ablatie

Tabel 5.6 Analiza rezultatelor in corelatie cu performanta si diversitatea clasificatorilor.
Vi prezentam scorurile inregistrate de cei mai performanti si cei mai putini performanti
clasificatori si respectiv, cele mai bune rezultate atat pentru RSKF75, cat si pentru
RSKF50, unde (7) reprezinta masura diversititii si (875, 050). cresterea procentuald fati
de cel mai bun clasificator.

Run INT2017.Image | INT2017.Video | VSD2015.Video
Best Ind. 0.1385 0.0827 0.296
Worst Ind. 0.0126 0.0396 0.0419
7 0.225 0.1017 0.1997
RSKF75 0.3436 0.2799 0.6486
RSKF50 0.2399 0.1692 0.6281
075 148.08 238.45 119.12
Os0 73.21 104.59 112.19

O analiza importantd este studiul influentei diversitatii sistemelor asupra rezultatelor.
Pentru a realiza acest lucru, folosim coeficientul de corelatie Pearson. Metodologia este
descrisd in versiunea extinsd a tezei. Avand in vedere vectorul de intrare x; pentru un
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esantion i de dimensiunea k, reprezentand scorurile de iesire ale fiecdrui clasificator,
{f0,f15--> fk—1} (conform ecuatiei 5.4), decordm fiecare element al acestui vector cu
scoruri de iesire si scoruri de corelatie din cele mai similare sisteme. Prin urmare,
avand in vedere matricea Y (vezi ecuatia 5.5) 1n care fiecare dintre vectorii y; reprezinta
scorurile date de clasificatorul f; pentru toate esantioanele, calculam similaritatea dintre
fiecare clasificator folosind coeficientul Pearson (PCC). Vectorul ordonat descendent
al corelatiilor pentru fiecare vector y; corespunde lui R; (vezi ecuatia 5.6), unde Ry ;
este coeficientul de corelatie al celui mai similar sistem. R;; reprezinta coeficientul
de corelatie al celui de-al doilea cel mai similar sistem si asa mai departe. Versiunea
finala decoratd a intrdrii este reprezentata in ecuatia 5.7, unde, pentru fiecare esantion
i, perechile (co,j;,ro, ;i) reprezintd scorul de iesire (c) si scorul de corelatie Pearson
(r) pentru cel mai similar sistem cu orice scor de sistem dat s;. perechile (cy j,51,j,)
reprezinta al doilea sistem cel mai similar si asa mai departe. Dimensiunea vectorului
decorat xd; este de 3k x 3.
The decorated vector xd; size is 3k X 3.

Xi:[S()J' Sl e Sk_17,'] (54)

Y=[yo R yk_l} (5.5)

Ri=|Ro; Rij - Ria (5.6)
130 €00, 70,0, P3j—1,i Cok—1i T0jk—1,i

xdi = |c30,;i S0i C1,0i - C3k—1i Sk—1; Clk—L,i (5.7)
10, €20, 71,0, k-1 C2h—1i Tjg—1,

Prin obtinerea vectorul coeficientului de corelatie R; corespunzator fiecarui clasi-
ficator f; (vezi ecuatia 5.6), putem calcula valoarea medie a acestui vector barR;. In
final, corelatia generald pentru toate sistemele, 7, este calculatd ca medie a tuturor
valorilor R;, utilizatd ca misurd a diversititii pentru clasificatori. La fel ca si coefi-
cientul de corelatie Pearson, valori mai mici de 7 indicd o corelatie mica intre sisteme
si, prin urmare, mai multa diversitate. Tabelul 5.6 prezintd rezultatele acestei analize.
Rezultatele arati cd, pentru RSKF75, cea mai mare crestere (075) este inregistratd de
sistemele INT2017.Video, care maresc rezultatul celui mai bun clasificatori cu 238,75%.
Acest lucru este interesant deoarece clasificatorii pentru INT2017.video sunt cei mai
diversi din toate cele trei baze de date, barr = 0,1017. Cu toate acestea, observatia
nu este Tn concordantd cu RSKF50, unde al doilea cel mai divers clasificator pe baza
VSD2015.video, 7 = 0.1997, arata cea mai mare crestere, 050 = 112,19% , in timp ce
clasificatorii INT2017.Video ocupi locul doi, cu 859 = 104,59%. Aceasta ar putea fi o
confirmare ca RSKF50 poate furniza prea putine esantioane pentru task-uri.
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5.1.8 Conclusions

In acest capitol am dezvoltat o metodi de invitare de ansambluri care utilizeazi arhitec-
turi compuse din straturi dense si de atentie. Avantajul principal al arhitecturii propuse
este capacitatea de a gasi conexiuni ntre clasificatori in mod automat. Rezultatele au
demonstrat o Tmbunatatire semnificativa fatd de sistemele si aborddrile "state-of-the-art"
din literaturd, cu multe cazuri depdsind considerabil rezultatele acestora.

Capitolul 6

Fintech

6.1 Invitarea Profundi pentru Predictia Seriilor Tem-

porale Financiare

6.1.1 Introducere

Predictia pietelor bursiere este de mare interes Tn domeniul financiar, cu multe studii em-
pirice care sugereazd cd pietele bursiere sunt predictibile intr-o oarecare mésurd. Aceasta
sectiune propune studiul potentialului Tnvdtarii profunde ca mecanism de predictie a
rentabilitdtii stocului. De asemenea vizdm atat generarea de date sintetice, cat si predictia
tendintelor!. Cititorul poate accesate aici [11, 10] lucririle stiintifice detaliate.

6.1.2 Metoda propusa

Fie U un univers bursier complet, ne propunem sa analizam fiecare entitate si sd cautdm
o functie de predictie f pentru a prezice rentabilitatea fiecdrei entitate la momentul
t+1,r; 4 1. datd fiind reprezentarea f;, care poate fi o transformare liniard sau neliniara
a datelor originale R; extrase la momentul ¢. In cercetarea noastri, folosim rentabilitatea
din trecut a entitdtilor. Considerand entitdtile M din universul U si pasul de predictie g,
R este dat de R, = [1’1’,, Lt —gt Ly eees FM s o oes I’th_g+1} T.

Generarea de date sintentice

Sintetizdm serii temporale cu proprietati cantitative comparabile cu cele din seriile
temporale financiare originale, vizand proprietitile statistice, cum ar fi proprietatile de
distributie, dependenta, sectiuni transversale in limite similare setului de date original.
Intregul proces este descris in [11, 10]. Modelul nostru GAN sintetizeazi o fereastri

! Aceasti lucrare este rezultatul cercetirii finantate de Hana TI.
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intreaga spre deosebire de aborddrile clasice care sintetizeaza esantionul (n + 1), pe baza
a n esantioane precedente.

Clusterizarea entitatilor prin metode statistice nesupervizate

Am selectat un algoritm de invdtare nesupravegheat in detrimentul clasificdrilor din
industrie ca GICS2, NAICS3, Finviz* etc., deoarece datele sintetice (date generate prin
retele GAN) nu sunt cunoscute de metodele de clasificare mentionate mai sus, prin
urmare, pentru a depdsi acest neajuns, este necesar sa folosim un algoritm automat
pentru a grupa universul real si sintetic de entititi. In acest context, am aplicat algoritmul
de clusterizare KMeans pentru a grupa intregul univers de entitdti in functie de cat de
aproape sunt rentabilitdtile normalizate de media sectiunii transversale ale centroizilor,
urmand procedura din [21]. Fie N numairul de observatii, d zilele de tranzactionare

si R,y randamentele zilnice ale entitdtilor, unde i = 1,...,Nsis =1,...,d, grupdm
randamentele normalizate R;g, unde R;; = % Sl u; = %. Pentru toate u; < 1, u(i) =1si
(Ast}

Median (-) st MAD (-) sunt sectiuni transversale. Abaterea standard este calculatd cu o
fereastra in trecut de 100 de zile, iar clusterizarea se realizeaza cu o fereastra in trecut de
1000 de zile si cu un pas de deplasare de 30.

Etichetare statistica automata

Fie P seria temporald a pretului entitdtilor, unde i = 1,...,N eticheteaza stocurile
si s =1,...,d eticheteaza datele de tranzactionare, o serie temporald din ziua s va fi
atribuitd cu o etichetd corespunzitoare, notatd L;;, in functie de valoarea P;; comparativ
cu medianul clusterului de care apartine. Daca P;; este mai mare sau egal cu medianul,
atunci L;; = 1, otherwise L;; = 0.

Metode de extragere de reprezentari

Fie w dimensiunea ferestrei, 7 dimensiunea esantionului si sd presupunem cd numarul
de pasi dintre ferestrele succesive este de o perioada, seria temporald este partitionata
in N =T —w+ 1 subesantioane. Pentru fiecare zi d, folosim dimensiunea ferestrei, w.
Prima fereastrd contine observatii pentru perioada 1 pana la w, a doua fereastrd contine
observatii pentru perioada 2 pand la w4 1 si asa mai departe. Aceastd caracteristica
ne permite sa construim o linie de baza prin estimarea modelului de predictie folosind
fiecare sub-esantion de randamente pentru fiecare fereastra.

Filtrarea si redicerea dimensionalitatii a datelor

Datorita fluctuatiei pietei bursiere, precum si a si a zgomotului de tranzactionare, datele
financiare au o structurd complicata de iregularitati. I[gnorarea acestor anomalii ar putea

Zhttps://www.msci.com/gics
Shttps://www.census.gov/naics/
*https://finviz.com/
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duce la rezultate eronate de extragere a datelor si de modelare statistica. Ca rezultat,
pentru a exploata reprezentdri mai semnificative, ne propunem sa reducem si sa reducem
dimensionalitatea datelor folosind o structurd autoencoder SAE.Pentru aceastd structurd,
am dimensiunea stratul ascuns la 16 si adancimea SAE la 4.

Predictie

Au fost puse in aplicare si testate trei variante de retele neuronale profunde, si anume un
perceptroni multi-strat (MLP), o retea neuronald de convolutie separabild in serie 1D
bazatd pe ResNet, si o retea bidirectionald de memorie pe termen scurt si lung (BiLSTM).

Evaluare

Simuldrile au fost realizate folosind date ce cuprind o perioada de 17 ani, 7 ani de
date pentru antrenare si 1 anul de testare. printr-un un protocol divizat in doud parti 1)
antrenare si testare folosind date reale, ii) antrenare folosind date reale si sintetice si
testare folosind date reale.

Tabel 6.1 Rezultatele predictiei retelet MLP pentru 50 de epoci exprimate in acuratete.

Epoch | 2012-2020 | 2011- 2019 | 2010- 2018 | 2009- 2017 | 2007- 2016 | 2006- 2015 | 2005- 2014 | 2004- 2013 | Avg. Acc

1 49.38% 48.92% 50.04% 50.01% 47.64% 49.32% 50.04% 49.93% 49.41%
2 49.34% 49.61% 50.04% 50.03% 49.41% 49.65% 49.45% 49.75% 49.66%
3 49.81% 50.04% 50.03% 49.89% 49.84% 49.91% 49.58% 50.00% 49.89%

50 50.25% 50.50% 50.28% 50.63% 50.31% 50.16% 50.51% 50.78% 50.43%

Tabel 6.2 Rezultatele predictiei retelei ResNetlD pentru 50 de epoci exprimate in
acuratete.

Epoch | 2012-2020 | 2011- 2019 | 2010- 2018 | 2009- 2017 | 2007- 2016 | 2006- 2015 | 2005- 2014 | 2004- 2013 | Avg. Acc

1 49.21% 49.43% 50.04% 50.38% 49.88% 50.20% 50.02% 50.11% 49.91%
2 49.19% 49.21% 50.01% 50.53% 50.15% 50.12% 50.02% 50.09% 49.92%
3 49.37% 49.48% 50.06% 50.51% 50.13% 50.15% 50.01% 50.19% 49.99%

50 51.84% 50.44% 50.56% 51.34% 51.14% 51.05% 51.10% 51.93% 51.18%

Tabel 6.3 Rezultatele predictiei retelei BILSTM pentru 50 de epoci exprimate in acuratete.

Epoch | 2012-2020 | 2011- 2019 | 2010- 2018 | 2009- 2017 | 2007- 2016 | 2006- 2015 | 2005- 2014 | 2004- 2013 | Avg. Acc

1 49.91% 50.14% 50.44% 50.15% 50.01% 49.74% 50.35% 49.44% 50.02%
2 49.64% 50.12% 50.41% 50.17% 50.04% 49.11% 50.31% 49.91% 49.96 %
3 50.05% 50.14% 50.39% 50.11% 49.85% 49.89% 50.31% 50.11% 50.11 %

50 51.16% 51.55% 51.81% 51.52% 52.02% 51.38% 51.62% 52.04% 51.64%

6.1.3 Rezultate

Am folosit [23] ca model de referintd din literaturd. Manuscrisul testeaza 1.000.000 de
modele de Invdtare automata pentru predictia directionala folosind date din 1993 pand in
2008 pentru a prezice directia SPY ETF obtinind o acuratete de 51,5%.
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Tabel 6.4 Rezultatele predictiei retelei BILSTM pentru 50 de epoci folosind la antrenare
date mixte (sintetice + reale), si la testare date reale, exprimate in acuratete.

Epoch | 2012-2020 | 2011- 2019 | 2010- 2018 | 2009- 2017 | 2007- 2016 | 2006- 2015 | 2005- 2014 | 2004- 2013 | Avg. Acc
1 50.21% 49.51% 50.57% 51.01% 50.45% 50.14% 48.53% 51.56% 50.25%
2 50.19% 50.01% 50.61% 51.13% 50.45% 50.26% 48.24% 51.43% 50.29%
3 50.20% 49.95% 50.04% 50.47% 50.17% 50.11% 51.19% 50.49% 50.33%
50 51.51% 52.82% 52.81% 52.42% 52.85% 51.86% 52.49% 5291% 52.46%

Antrenare si testare cu date reale

Retelele MLP, ResNet1D si BILSTM am obtinut o acuratete generald de 50,43%, 51,64%
si respectiv 52,46% dupa 50 de epoci.

Antrenare cu date mixte (reale+sintetice, testare cu date reale

Am reantrenat reteaua BiLSTM folosind un mix de date reale si sintetice si testat strict
pe date reale, obtinind o acuratete generald de 52,46% dupa 50 de epoci. Folosind datele
sintetice, am crescut acuratetea de la 51,64% la 52,46%. Rezultatele sunt semnificative,
raportandu-ne la rezultatele de referintd din literatura.

6.1.4 Concluzii

Aceastd sectiune prezintd un cadru bazat pe retele neuronale adanci pentru predictia
seriilor temporale financiare ale entitdtilor performante si subperformante. Trei topologii
au fost dezvoltate si implementate, si anume, o retea MLP, o variatiune 1D a popularei
retele ResNet si o retea BILSTM. Topologiile au fost testate in doua setdri, antrenare si
testate pe date reale si respectiv, antrenare cu un amestec de date reale si sintetice si testate
pe date reale. Rezultatele arata ca datele sintetice au un impact pozitiv, imbunatdtind
acuratetea generald de la 51,64% pana la 52,46%.

Capitolul 7

Baze de Date si Cadre de Evaluare pu-
blice

Acest capitol prezintd contributia mea la analiza, generarea sau lansarea publica a unor
colectii de seturi de date, si anume: (i) Interestingness10k [6], pentru predictia intere-
sului in datele multimedia; (i1) VSD96 [5], pentru detectarea scenelor violente, si (ii1)
FaVCI2D [27] pentru verificarea fetei cu impostori dificili si date demografice diversi-
ficate. Mai mult, ofera informatii, observatii si recomandari cu privire la dezvoltarea
sistemelor pentru a prezice reprezentarile relevante pentru fiecare dintre seturile de date.
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7.1 Predictia interesului

Dataset description

Setul de date Interestingness10k [6] este un set de date puglid si un cadru de test
pentru prezicerea interesului imaginilor si videoclipurilor. Acest set de date a fost
evaluat si validat in timpul campaniei MediaEval Predicting Media Interestingness in
2016 si 2017. Contributiile mele la acest set de date cuprind: i) analizarea tehnicilor
utilizate si a capabilitdtilor acestora pe setul de date Interestingness10k, care permit
deducerea tendintelor generale in ceea ce priveste cele mai performante sisteme ii),
oferirea de informatii despre capacititile celor mai noi retele neuronale profunde, prin
analiza performantei arhitecturilor de ultima generatie cu privire la setul de date In-
terestingness 10k, 1ii) furnizarea unei serii de recomandadri cu privire la performantele
sistemelor "state-of-the-art", iv) analizarea si vizualizarea modului in care algoritmii
interpreteaza interesul, v) dezvoltarea unei metode de invdtare deansambluri bazate pe
metodele prezentate in cadrul campaniei MediaEval Predicting Media Interestingness si,
vi) participarea la procesul de etichetare a datelor.

7.1.1 Formularea problemei

Conform formularii problemei, am identificat 4 abordari principale, dupd cum urmeaza:
mai mult de 52% din abordari folosesc tehnici de clasificare, 31% folosesc metode de
tip "ranking" (este demn de remarcat faptul cd aceste abordari obtin rezultate generale
mai bune 1n toate cazuri comparativ cu clasificarea (Mann-Whitney-U p < 0,005)), 15%
folosesc metode de regresie si 2% folosesc metode hibrid.

7.1.2 Analiza metodelor

Conform problemei de clasificare, am identificat urmatoarele abordari: 30% folosesc
SVM, 28% Retele neuronale profunde (DNN), 13% Ranking, 12% Regresie, 6% Hibrid,
6% Retele neuronale (NN), 6% metode bazate pe distantd, 1% ansambluri, si 1% metode
statistice. Privind performantele lor generale, DNN-urile, NN si abordarile hibride au
fost cele mai performante.

7.1.3 Analiza generala a performantelor metodelor

Pentru imagini, se remarca abordarile bazate pe DNN-uri si NN, cu scoruri mAP medii
de 0,2460 si respectiv 0,2405. Pe de altd parte, pentru video, abordérile hibride si
aborddrile bazate pe SVM se remarca ca fiind cele mai performante, cu scoruri media
mAP de 0,1867 si respectiv 0,1822.
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7.1.4 Analiza performantelor retelelor neuronale profunde de ul-
tima generatie

Pentru a cuantifica capacitdtile actuale ale retelelor neuronale profunde de ultima
generatie, evaludm performanta a trei arhitecturi recente de clasificare a imaginilor
si a videoclipurilor. Am selectat pentru imagine arhitecturile ResNeXt-101-32x48d,
PNASNet-5 si ResNet-50, Tmpreund cu tehnici avansate de augmentare prezentate in [43],
iar pentru datele video, am selectat retelele InceptionV3 En3, IR-CSN-152 si R(2+1)-18
. Analiza rezultatelor aratd ca aceste retele neuronale profunde nu obtin cele mai bune
rezultate.

Tabel 7.3 Performantele retelelor neuronale artificiale profunde de ultimd generatie
antrenate pe baza de datelnterestingness10k.

Metods 2016 2017
(mAP) (mAP@10)
bestME 0.2336 0.1385
bestSoA 0.2485 0.1560
Image | FixResNet50 [43] 0.1906 0.1099
FixPNASNet-5 [43] 0.1981 0.1233
FixResNeXt-101-32x48d [43] | 0.2273 0.1410
bestME 0.1815 0.0827
bestSoA 0.1815 0.0930
Video | IR-CSN-152 [12] 0.1577 0.0629
R(2+1)-18 [12] 0.1579 0.0644
GSM-InceptionV3-En3 [41] 0.1738 0.0821

Pentru a intelege modul in care algoritmii de invatare profundd interpreteaza instantele
vizuale si, astfel, cum Tncearca sa prezicd interesul, am calculat Grad-CAM [30] si Gui-
ded Backpropagation [34]. Exemple relevante sunt prezentate in Figura 7.2. Rezultatele
aratd cd, in multe cazuri, modelul se concentreaza pe subiectul principal, dar mai ales pe
elementele adiacente acestuia, ardtand o inclinatie pentru detectarea contextului care in-
conjoard subiectul principal. Acest lucru este valabil si pentru subiectii umani, deoarece
analiza Grad-CAM arata activarea retelei pe fetele umane, dar si de multe ori in jurul
fetei. Teorizdm cd aceastd concentratie de caracteristici utile pe fetele si in jurul acestora
poate reprezenta o influentd pozitivd asupra rezultatelor finale, deoarece fetele transmit
emotii.

7.1.5 Arhitectura MLP propusa

Propunem o tehnica de fuziune tarzie bazatd pe o arhitectura MLP profunda. Metoda
noastrd este condusa de capacitatea stratului dens de a descoperi modele si conexiuni
intre iesirile individuale ale sistemelor. Propunem sa modeldm bias-us invitata de fiecare
sistem, precum si corelatiile dintre bias-urile pentru a imbunatéti performanta generala a
sistemului agregat.
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Figura 7.2 Analiza Grad-CAM a interpretarii retelei a informatiilor vizuale in cazul
imaginilor prezise ca interesante. Randul de sus prezintd instantele originale, randul
din mijloc prezintd imaginea de iesire Grad-CAM care descrie ,,regiunile discrimi-
nante de clasd”, iar randul de jos prezinta iesirea Guided Backpropagation care descrie
caracteristicile care au contribuit cel mai mult la decizia de clasa [6].

50 ) 50 ) 50 ) 50 ) 50
input ’ >
,
!
5 i

dense BN dense B_N deﬁse BN deﬁse B_N dense

Figura 7.3 Prezentare generald a schemei de fuziune propusa [6].

Dupa testarea cu diverse arhitecturi si parametri, am ajuns la urmdtoarea configuratie:
o retea profundd compusa din 10 straturi: 5 straturi dense activate de functia RelLu,
fiecare urmata de un strat de normalizare (bn). Reteaua foloseste scorurile de predictie de
interes ale clasificatorilor ca elemente de intrare Tn faza de antrenament pentru a Tnvita
decizii comune complexe. Figura 7.3 descrie topologia retelei propuse.

7.1.6 Evaluare

Utilizam doua scenarii de partitionare a bazei de date: 1) 75% antrenare si 25% testare
(RSKF75) si (i1) 50% antrenare si 50% testare (RSKF50). Partitiile sunt randomizate,
rezultand 100 de partitii. Valorile oficiale sunt calculate ca medii ale acestor partitii.

7.1.7 Rezultate si discutii

Rezultatele obtinute cu sistemul MLP propus sunt analizate si comparate cu cele obtinute
de sistemele de ultimi generatie din cadrul MediaEval si din literatura de specialitate. In
acest context, sistemul de ansamblu depdseste clasificatorii "state-of-the-art".
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7.1.8 Concluzii

O constatare majora este cd, indiferent de cat de puternic este un sistem, ansamblul multor
sisteme, chiar si cu performanta medie individuald, imbundtéteste performanta. Astfel,
am reusit sa crestem performanta aproape in fiecare caz dupa testarea cu numeroase
abordari de fuziune, incluzind fuziunea simpld a scorurilor de sistem, tehnicile Boosting
si sistemul MLP de fuziune propus. Sistemul propus imbunatdteste predictia pe imagini
cu 105% fata de rezultatele de top din literaturd, crescand MAP de 1a 0,156 1a 0,3202 si
predictia video cu 184%, crescand MAP de 1a 0,093 la 0,2646.

7.2 Detectia violentei

Setul de date VSDO96 [5] este un set de date public si un cadru de evaluare standardizat
pentru detectarea secventelor violente in videoclipurile Cinematic si YouTube. Acest set
de date a fost validat in cadrul competitiilor MediaEval din 2011 péana in 2015.

Principalele mele contributii la acest set de date sunt dupa cum urmeaza: (i) analizarea
tehnicilor de clasificare utilizate si a capacitatilor acestora pe setul de date VSD care
permit deducerea tendintelor generale in ceea ce priveste cele mai performante sisteme si
(i1) o analiza aprofundatd a metodelor reprezentative din literaturd, antrenate si testate pe
datele VSD96 care nu au fost trimise competitiei MediaEval Impact Affective of Movies,
Violent Scenes Detection.

7.2.1 Descrierea bazei de date

Setul de date VSD96 consta din filme proeminente de la Hollywood care acoperd o mare
varietate de genuri, subiecte si niveluri de violentd, variind de la extrem de violente pand
la filme fara violenta.

7.2.2 Analiza metodelor

Analizam performanta a peste 240 de sisteme implementate pentru VSD. S-au for-
mat urmdtoarele grupuri de metode: 65% SVM, 13% metode statistice, 8% retele
neuronale (NN(, 8% metode hibride, 2%, analiza discriminantda 2% retele neuronale
profunde (DNN), 1% metode bazate pe clusterizare, si 1% metode nesupervizate. Privind
performanta generald, am observat cd metodele hibride au obtinut cele mai bune rezultate
- care ar putea fi din cauza naturii inerente multi-modale a videoclipurilor. Aceste metode
sunt urmate de NN si DNN.

7.2.3 Evaluarea comparativa a metodelor de ultima generatie

Pentru a avea o analiza completd a performantei sistemelor existente, oferim o analiza
aprofundatd a metodelor reprezentative din literaturd, instruite si testate pe datele VSD96.
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Acestea nu au fost trimise la competitia MediaEval si, cel mai important, au fost dezvol-
tate fard constrangeri de timp. Rezultatele complete sunt prezentate in manuscrisul
complet.

7.2.4 Concluzii

Aceasta sectiune a furnizat o analiza aprofundatd a componentelor esentiale ale algorit-
milor VSD, prin revizuirea capacitatilor si a evolutiei sistemelor existente, cu scopul
de a oferi un ghid complet al practicantului pentru aceastd sarcind. Am analizat 236 de
sisteme care au fost trimise catre MediaEval si am selectat 17 sisteme de ultimd generatie
din literatura de specialitate care au fost testate pe datele VSD96, care constituie o
referintd puternicd. Am analizat fiabilitatea sistemelor, tendintele generale, metodele de
predictie folosite 1n literatura, si posibilitatea de a agrega rezultatele sistemelor intr-un
super-sistem ad-hoc pentru a creste performantele sistemelor.

7.3 Identificarea faciala

Face Verification with Challenging Imposters and Diversified Demographics (FaV CI2D) [27]
este un nou set de date de identificare a fetei compus din resurse distribuibile Tn mod liber,
conforme cu reglementdrile privind protectia datelor. Principalele mele contributii la
acest set de date sunt dupa cum urmeaza: (i) am oferit o analiza a arhitecturilor de ultima
generatie pe seturile de date de identificare a fetei existente pentru a valida rezultatele
obtinute cu cele raportate 1n literaturd si faptul ca modelele de extragere de trasaturi ce
vor fi folosite pentru validarea bazei FaV CI2D sunt configurate corect si comparatia lor
ulterioara este corectd. si ii) am furnizat trasdturi de ultima generatie extrase din setul de
date FaVCI2D.

7.3.1 Descrierea bazei de date

FaVCI2D include identitdti din 153 de tari. Numarul total de ID-uri unice este 52.411,
dintre care 12.468 sunt utilizate ca perechi autentice. Numarul total de imagini din setul
de date este de 64.879.

7.3.2 Rezultate si discutii

Raportdm acuratetea modelelor de extragere de trdsaturi in diferite 1n tabelul 7.5. Si-
militudinea dintre ID-urile perechilor de impostori variaza intre 1 si aleator, care este
conditia standard de verificare. Dimensiunea grupului de impostori variaza intre 1.000 si
52.410, numadrul total de ID-uri in FaVCI2D. La nivel global, cea mai mare performanta
o obtine insightface, In timp ce cea mai slabd performantd o obtine facenet.
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Similar = 1 Similar = 10 Similar = 100 Similar = random

Imposter pool size Imposter pool size Imposter pool size Imposter pool size
1000 | 5000 | 10000 | 30000 [ 52410 | 1000 [ 5000 | 10000 | 30000 | 52410 | 1000 [ 5000 | 10000 | 30000 | 52410 | 1000 | 5000 [ 10000 | 30000 | 52410
97.37 | 96.76 | 96.56 | 96.07 | 95.75 | 98.04 | 97.58 | 97.34 | 96.89 | 96.64 | 98.62 | 9822 | 98.05 | 97.77 | 97.50 | 98.81 98.78 | 98.82 | 98.81 | 98.82
+£0.03 | £0.04 | £0.03 | £0.03 | £0.0 | £0.02 | £0.05| £0.02 | £0.05 | £0.0 | £0.02 | £0.01 | £0.03 | £0.05| £0.0 | £0.02 | £0.01 | £0.01 | £0.03 | £0.0
93.62 | 92.10 | 91.36 | 90.08 | 89.48 | 95.52 | 94.11 | 9343 | 9233 | 91.84 | 97.17 | 96.13 | 95.54 | 94.64 | 94.00 | 97.65 | 97.66 | 97.65 | 97.63 | 97.64
+£0.03 | £0.07 | £0.05 | £0.04 | £0.0 | £0.05 | £0.08 | £0.15| £0.05 | £0.0 | £0.02 | £0.07 | +£0.02 | £0.05 | £0.0 | £0.03 | £0.03 | £0.03 | £0.04 | £0.0
91.73 | 89.46 | 88.47 | 86.65 | 85.61 94.58 | 92.37 | 91.31 89.76 | 88.99 | 97.18 | 95.55 | 94.56 | 93.04 | 9228 | 98.04 | 98.03 | 98.00 | 97.94 | 98.06
+£0.15 | £0.15 | +£0.16 | £0.17 | £0.0 | £0.08 | £0.11 | £0.14 | £0.16 | £0.0 | £0.06 | £0.02 | +0.10 | £0.10 | £0.0 | £0.03 | +0.04 | £0.04 | £0.02 | 0.0
veg 91.52 | 89.01 | 87.79 | 86.00 | 8528 | 94.44 | 92.13 | 90.89 | 89.19 | 8829 | 97.27 | 95.33 | 94.44 | 9285 | 91.92 | 9837 | 9835 | 98.31 | 98.32 | 98.42
¢ +£0.15 | £0.13 | £0.08 | £0.11 | £0.0 | £0.10 | £0.07 | £0.17 | £0.10 | £0.0 | £0.09 | £0.08 | +0.07 | £0.07 | £0.0 | £0.04 | +£0.06 | £0.05 | £0.06 | +0.0
facenet 89.74 | 86.90 | 85.44 | 83.48 | 82.61 | 93.51 | 90.39 | 89.13 | 87.07 | 86.06 | 97.13 | 94.79 | 93.52 | 91.28 | 90.11 | 98.37 | 98.37 | 98.36 | 98.36 | 98.39
' +£0.14 | £0.12 | £0.13 | £0.08 | £0.00 | £0.09 | £0.04 | £0.11 | £0.12 | £0.0 | £0.05 | £0.08 | +0.12 | £0.07 | £0.00 | £0.07 | +0.06 | £0.06 | £0.06 | +0.0

Model

insightface

irl52

seqface

Tabel 7.5 Acuratetea de verificare cu diferite modele si configuratii.

7.3.3 Evaluarea comparativa a metodelor de ultima generatie

Urmadtoarele metode au fost folosite In experimente: insightface [9], bazata pe ResNet-
150, antrenatd pe MS-Celeb1M folosind functia de cost ArcFace; ir/52 [49], bazata pe
ResNet-152, antrenatd pe MS-CelebIM folosind functia de cost Focal; segface [15],
bazatd pe ResNet-27, antrenatd pe MS-Celeb1M folosind functia de cost L2-SphereFace
si optimizata pe baza de date Celeb-Seq; vgg [1], bazatd pe SE-ResNet-50 antrenata pe
MS-Celeb1M si optimizatd pe VGGFace?2 folosind functia de cost Softmax; facenet [29]
bazata pe Inception ResNet, antrenatd pe VGGFace?2 folosind functia de cost SoftMax.
Tabelul 7.6 prezinta rezultatele obtinute pe doud baze de date consacrate, si anume
LFW [24] si YTF [45]. Cand este disponibild, performanta modelului original este
raportatd in paranteza.

Rezultatele reproduse aici sunt coerente cu cele originale.Aceasta constatare vali-
deaza faptul ca extractorii de caracteristici sunt configurati corect si compararea lor

ulterioara este corecta.

Model Training Data LFW YTF
insightface | MS-Celeb1M-ArcFace 99.87 (99.80+) | 97.94
irl52 MS-Celeb1M 99.76 (99.80) | 97.50
seqface MS-Celeb1M + Celeb-Seq | 99.80 (99.80) | 98.00 (98.00)
vgg MS-Celeb1M + VGGFace2 | 99.40 96.78
pfe MS-Celeb-1M-ArcFace 99.82 97.36
dream MS-Celeb-1M 97.71 95.01
facenet VGGFace2 99.55 95.12

Tabel 7.6 Accuracy (%) of tested methods on LFW and YTF.

7.3.4 Concluzii

Cu recenta directivd referitoare la Regulamentul general privind protectia datelor (GDPR)
din Uniunea Europeana (UE), crearea unui nou set de date de identificare a persoanelor
este extrem de laborioasd. Au existat multe intrebdri ridicate de comunitétile de cercetare
daca pot crea seturi de date, cum ar fi baza de date publica MegaFace [22], sau bazele
de date private DeepFace sau FaceNet, detinute de Facebook si Google, respectiv, fara
nicio incdlcare a directivei mentionate anterior. Studiul nostru arata faptul ca acest lucru
este posibil. In timp ce rapoartele de performanti recente dau impresia ci sarcina este
aproape finalizata, studiile noastre aratd in continuare ca seturile de date de evaluare
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existente au fost construite utilizand doud decizii de proiectare simplificate. O cauza
identificatd este cd alegerea traditionald a identitatii folositd pentru a construi perechi de
impostori este prea simpld, deoarece, de fapt, este necesard verificarea pentru a descoperi
impostori greu de identificat. O a doua cauza este lipsa diversitdtii din punctul de vedere
al genului, varstei, locatiei geografice, profesia, etc.

Capitolul 8

Concluzii generale si Perspective Viitoare
de Cercetare

8.1 Concluzii

Acest capitol rezuma contributiile mele personale din timpul programului meu de cerce-
tare doctorald in domeniul viziunii computerizate, invatarii automate, medical si financiar,
pentru a numi cateva, folosind metode de invatare profunda.

Partea I prezintd domeniul tezei si motivatia din spatele acestei lucréri, urmatd de o
recenzie a literaturii care abordeaza metodele care stau la baza implementdrilor Tnvatarii
profunde.

Partea II prezintd toate contributiile mele personale. Capitolul 3 prezinta contributiile
mele in domeniul medical. Sectiunile 3.1 - 3.3 descriu o serie de abordari ce implica
detectarea tipurilor de tuberculoza, predictia rezistentei tuberculozei la tratament, si
labiolecturd automata (,,lipreading”). Capitolul 4 prezintda contributiile mele in do-
meniul supravegherii. Sectiunile 4.1 - 4.2 descriu metode implica reidentificarea si
cdutarea persoanelor in fluxuri video. Capitolul 5 prezintd contributiile mele in do-
meniul invatdrii automate. Sectiunea 5.1 prezintd tehnici de invdtare cu ansambluri
si de generarea automatd de modele pe baza retelelor neuronale pentru prezicerea de
diverse configuratii, de la clasificare si regresie binard la clasificarea multi-eticheta,
obtinand rezultate “state-of-the-art” in literatura de specialitate. Capitolul 6 prezintd
contributiile mele in domeniul economic (,,fintech”). Sectiunea 6.1 prezintd metode
care implicd clasificarea tendintelor stocurilor, Capitolul 7 prezintd contributia mea la
lansarea unor baze de date care sunt In prezent referinta literaturii cu privire la predictia
secventelor interesante, detectarea violentei si identificarea faciald, alaturi de informatii,
observatii si recomandari privind dezvoltarea sistemelor de predictie relevante pentru
fiecare dintre seturile de date. Sectiunea 7.1 prezintd setul de date Interestingness10k [6]
pentru predictia interesantitdtii in datele multimedia. Sectiunea 7.2 prezintd setul de
date VSD96 [5] pentru detectarea scenelor violente si Sectiunea 7.3 prezintd setul de
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date FaV CI2D [27] pentru identificarea faciala cu impostori dificili si date demografice

diversificate.

8.2

Contributii

[C3, J1] prezinta un cadru pentru generarea si predictia de serii temporale
financiare. Contributia mea principald constd in dezvoltarea algoritmului de
predictie, incluzand o abordare de clusterizare pentru segmentarea universului de
entitdti, o retea de tip autoencoder profundd pe mai multe niveluri pentru redu-
cerea dimensionalitdtii si netezirea datelor, si o retea neuronald profunda pentru
prezicerea entitdtile in entitdti performante sau neperformante.

[J3] prezintd un studiu cuprinzator al setului de date Interestingness10k, cu scopul
de a prezice interesul Tn imagini si videoclipuri. Acesta este cel mai cuprinzator
studiu de literaturd cu privire la predictia interesului in datele multimedia in
momentul publicdrii. Contributiile mele cuprind analiza tehnicilor de invatare
automatd folosite si a capacitdtilor acestora pe setul de date care permite deducerea
tendintelor generale 1n ceea ce priveste cele mai performante sisteme, oferirea de
informatii cu privire la capacitdtile celor mai noi retele neuronale profunde prin
analiza performantei arhitecturi de ultima generatie pe setul de date, vizualizarea
si analizarea modului in care algoritmii interpreteazd interesul, oferind o serie
de recomandari cu privire la performantele sistemelor, dezvoltarea unei metode
de ansamblu bazate pe submisiile trimise in competitia internationald MediaEval
Predicting Media Interestingness, si participarea la procesul de adnotare al setului
de date.

[C1] prezintd o noua baza de date pentru verificarea faciald cu impostori dificili si
demografie diversificatd numita FaV CI2D. Contributiile mele la acest set de date
cuprind analiza arhitecturilor de ultimd generatie pe seturile de date de verificare
faciald existente pentru a valida rezultatele obtinute cu cele raportate in literatura
si faptul cd modelele de extragere de trasaturi ce vor fi folosite pentru validarea
bazei FaV CI2D sunt configurate corect si comparatia lor ulterioara este corecta si
furnizarea de trasdturi de ultima generatie extrase din setul de date FaVCI2D.

[C7, C5, B1] prezinta o arhitecturd noud de ansambluri conceputd pentru a desco-
peri tipare si corelatii intre deciziile clasificatorilor individuali. Principalele mele
contributii cuprind dezvoltarea a doua retele neuronale profunde adaptate pentru
invdtarea ansamblurilor si definirea unui set de reguli pentru a construi arhitecturi
de retele neuronale intr-un mod progresiv. Validarea algoritmilor a fost realizatd pe
diferite task-uri de clasificare si regresie, si anume detectia excitdrii si valentei In
fluxuri video folosind baza de date MediaEval 2018 Emotional Impact of Movies
task (regresie binard), predictia interesului Tn imagini si fluxuri video folosind
baza de date MediaEval 2017 Predicting Media Interestingness task (regresie si
clasificare), detectia violentei in fluxuri video folosind baza de date 2015 MediaE-
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val Violent Scenes Detection task (clasificare binard), detectia temei folosind baza
de date MediaEval 2018 Emotional Impact of Movies task (clasificare binard) si
detectia conceptelor medicale folosind baza de date ImageCLEF 2019 Medical
Concept Detection task (clasificare multi-clasd, multi-ipoteze), obtinand rezultate
“state-of-the-art” 1n literatura de specialitate.

[B3,B2, B5S B4, C2, C9] prezinta o descriere a unei serii de competitii publice
pentru care am fost membru al echipei organizatoare.

[C4] propune un nou set de date pentru citirea buzelor pentru limba roména.
Contributia mea cuprinde: i) analiza si implementarea bunelor practici pentru
antrenarea retelelor neuronale profunde si preprocesarea datelor pentru a exploata
citirea vizuald a buzelor si ii) dezvoltarea de modele de citire a buzelor vizuale
pentru dispozitive ti echipamente eterogene, folosind tehnici de tip "Graph Lowe-
ring". Am fost primul grup de cercetare care a lansat un set de date pentru citirea
buzelor si modele pentru limba roména.

[J2] prezintd un studiu cuprinzitor al setului de date VSD96 cu scopul de a
detecta continut video violent. Acesta este cel mai exhaustiv studiu de literatura
privind predictia evenimentelor violente atat din punct de vedere subiectiv cat
si obiectiv din momentul publicarii, abordand si analizand peste 250 de tehnici
de invdtare automatd. Principalele mele contributii la acest set de date cuprind
analiza tehnicilor de clasificare utilizate si a capacitdtilor acestora pe setul de
date VSD care permit deducerea tendintelor generale in ceea ce priveste cele
mai performante sisteme si o analizd aprofundatd a metodelor reprezentative din
literaturd, antrenate si testate pe datele VSDO96 care nu au fost trimise campaniei
de evaluare MediaEval Impact Affective of Movies - Violent Scenes Detection cu
scopul de a evalua progresele domeniului si de a oferi lectii utile pentru viitor.

In [C6], am propus o arhitecturd unificatd bazatad pe retele neuronale profunde
pentru cdutarea de persoane, cu mecanisme de atentie. La momentul publicarii,
tehnicile de atentie nu au fost implementate in etapa de detectie, fiind astfel o
noutate in literatura la momentul publicdrii.

In [C11], am propus o retea neuronald profunda pentru detectia si reidentificare per-
soanelor 1n fluxuri video. La momentul publicarii, rezultatele au depasit metodele
de ultimd generatie din literaturd testate pe setul de date.

In [C13], mm propus o structurd CNN flexibila, care acceptd un numadr arbitrar
de ipoteze la intrare pentru clasificarea imaginilor multi-etichetd ("captioning").
Rezultatele sunt validate n cadrul competitiei internationale ImageCLEF 2017Cap-
tion.

In [C12], am propus doua tehnici de clasificare a tuberculozei complet automatizate
si un clasificator automat pentru estimarea probabilitdtii pacientilor cu tuberculoza
sa dezvolte o forma rezitentd la medicamente, toate bazate pe retele neuronale
profunde. Mai mult, am propus o abordare de transformare a imaginilor 3D
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CT care permite aplicarea invatdrii prin transfer din alte domenii utilizand retele
neuronale profunde. Rezultatele sunt validate in competitia internationald de
tuberculoza ImageCLEF 2017.
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person re-identification. In 2017 International Symposium on Signals, Circuits and
Systems (ISSCS) (pp. 1-4). IEEE, 2017, WOS:000425211500061, ISI indexed

conference.

L.-D. Stefan, Y. D. Cid, O. A. Jiménez del Toro, B. Ionescu, and H. Miiller.
Finding and Classifying Tuberculosis Types for a Targeted Treatment: MedGIFT-
UPB Participation in the ImageCLEF 2017 Tuberculosis Task. In CLEF (Working
Notes). 2017.

L.-D. Stefan, B. Ionescu, and Henning Miiller. Generating captions for medi-
cal images with a deep learning multi-hypothesis approach: MedGIFT-UPB
Participation in the ImageCLEF 2017 Caption Task.

A. Toma, L.-D. Stefan, and B. Ionescu. UPB HES SO@ PlantCLEF 2017:
Automatic Plant Image Identification using Transfer Learning via Convolutional
Neural Networks. In CLEF (Working Notes). 2017.

Proiecte de cercetare:

2020-2024: researcher, project H2020 Al4Media. "A European Excellence
Centre for Media, Society and Democracy", owner CERTH, Greece, partner
Polytechnic University of Bucharest, axis H2020 ICT-48-2020 / Towards a vibrant
European network of Al excellence centres (budget 12M Eur).

2020-2022: researcher, project SMARTRetail. “Enhancing and Improving Cus-
tomer Experience and Services in Supermarkets via SMART Artificial Intelli-
gence Powered Systems”, owner Softrust Vision Analytics, partner Polytechnic
University of Bucharest, funded by UEFISCDI, Industry Transfer Axis, grant
PN-III-P2-2.1-PTE-2019-0055 (budget 340k Eur).

2020-2022: researcher, project GRAVI. “Virtual Guardian: Artificial Intelligence
Powered Multi-Sensor System for Automatic Securing of Areas of Interest”, owner
Softrust Vision Analytics, partner Polytechnic University of Bucharest, funded by
UEFISCDI, Industry Transfer Axis, grant PN-III-P2-2.1-PTE-2019-0570 (budget
350k Eur).

2020 March-2020 October: researcher, project Keysight 1. “Machine Learning
Techniques for Generating Network Traffic Data”, owner Polytechnic University
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of Bucharest, CAMPUS Research Institute, beneficiary Keysight Technologies
Romania (budget 59k Eur).

R5: 2020 April-2020 July: researcher, project Hana 2. “Financial Data Augmentation
and Forecasting Using Advanced Al Techniques”, owner “Polytechnic” Research,
Development and Innovation Institute, beneficiary Hana Institute of Technology,
Republic of Korea (budget private).

R6: 2019 May-2019 December: researcher, project NXP 1. “RISC V-based Hardware-
Software System for Machine Learning Applications”, owner Polytechnic Univer-
sity of Bucharest, CAMPUS Research Institute, beneficiary NXP Semiconductors
Romania (budget 136k Eur).

R7: 2017-2020: researcher, project SPIA-VA. “Technologies and Innovative Video
Systems for Person Re-Identification and Analysis of Dissimulated Behavior”,
owner Polytechnic University of Bucharest, partners UTI Grup, Romanian Ministry
of National Defence — Military Equipment and Technologies Research Agency,
public beneficiary Protection and Guard Service, funded by UEFISCDI, Solutions
Axis, grant 2SOL/2017 (budget 2.2M Eur).

R8: 2017-2018: researcher, project SPOTTER. “Real-time IP Camera-based Intelli-
gent Video Surveillance Security System with DROP Retrieval”, owner Polytech-
nic University of Bucharest, partner UTI Grup, funded by UEFISCDI, PED Axis,
grant 30PED/2017 (budget 140k Eur).

R9: 2016-2018: researcher, project Erasmus+ CBHE, UMETECH. “University &
Media Technology for Cultural Heritage”, owner University of Florence, Italy,
partner Polytechnic University of Bucharest (budget 900k Eur).

8.4 Perspective viitoare de cercetare

In acest moment, majoritatea practicantilor de invitare profundi folosesc manipularea
datelor cu scripturi Python si apoi modificarea meticuloasd a topologiei si a hiper-
parametrilor pentru a obtine un model functional. Un cercetdtor aventuros poate recurge
la un model de ultima generatie pre-antrenat de comunitatea stiintifici. Din pacate,
aceasta nu este configuratia ideald. Invitarea profundi supravegheati poate ajuta in acest
domeniu. Solutiile care gestioneazd majoritatea modificarilor parametrice ale modelului
pot deveni un instrument puternic, asa cum am demonstrat in experimentele noastre de
invdtare de ansambluri. O perspectivd mai ambitioasd incearca sa descopere o arhitectura
adecvatd de la zero, prin invdtare prin intdrire ("reinforcement”) sau algoritmi genetici.
O altd abordare practicd pentru automatizare este de a invdta arhitectura modelului
impreund cu ponderile modelului.
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