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Capitolul 1
Introducere

Inteligenta Artificiald (IA) si Inviitarea Automati (IA) au devenit componente esentiale
atat Tn cercetarea biomedicala, cat si in practica clinica, facilitind abordari bazate pe
date pentru diagnosticarea bolilor, monitorizarea pacientilor si planificarea tratamentelor
intr-o gama largd de specialititi medicale. Capacitatea acestor tehnologii de a identifica
tipare relevante n date complexe si de inalta dimensionalitate, precum imagini medicale,
biosemnale sau date provenite de la senzori, a deschis noi perspective pentru dezvoltarea
unor instrumente automatizate care sa sprijine procesul decizional clinic. Cu toate
acestea, implementarea unor sisteme de A fiabile in domeniul sanétdtii raimane dificila.
Datele medicale sunt adesea limitate, sensibile, costisitor de adnotat si supuse unor
reglementdri stricte, precum Regulamentul General privind Protectia Datelor, ceea ce
complicd dezvoltarea unor modele care sa fie in acelasi timp eficiente si de incredere.
Aceasta teza abordeaza o parte dintre aceste provocari prin contributii care acopera
mai multe domenii medicale si tipuri de date. Teza este unificatd de preocuparea pentru
dezvoltarea unor metode de A care nu doar ating performante ridicate, ci sunt si
responsabile, oferind rezultate relevante din punct de vedere clinic, functionand robust
in conditii de date limitate si asigurdnd gestionarea adecvata a informatiilor pacientilor,

cu respectarea cerintelor de confidentialitate.

1.1 Prezentarea domeniului de doctorat

Imagistica medicald este un instrument esential pentru diagnostic si planificarea tra-
tamentului, iar aplicarea IA in acest domeniu a demonstrat un potential considerabil.
Totusi, progresul este adesea limitat de lipsa unor seturi de date mari, diverse si bine
adnotate. Modelele generative, in special Retelele Generative Adversariale (GAN) [6] si
modelele de difuzie [10], oferd o solutie promitdtoare prin generarea de imagini sintetice
realiste, care reproduc proprietdtile datelor clinice. Cu toate acestea, utilizarea lor ridica
intrebari legate de utilitatea clinica si de protectia confidentialitdtii, deoarece pot retine

informatii identificabile din datele de antrenament. Provocdri similare apar si in analiza



datelor fiziologice si a celor provenite de la senzori purtabili. Tulburari neurologice
precum epilepsia (peste 50 de milioane de cazuri la nivel global [26]) si boala Parkinson
(peste 10 milioane [20]) implica scenarii dificile: date EEG cu variabilitate ridicata si
adnotdri limitate, respectiv necesitatea unor clasificatori robusti pentru monitorizarea

simptomelor motorii n conditii reale, pe baza unor seturi reduse de date etichetate.

1.2 Scopul tezei

Scopul acestei teze este de a investiga aplicarea Inteligentei Artificiale si a Invitirii
Automate asupra datelor medicale din multiple modalitati si contexte clinice, urmarind
trei obiective interdependente: dezvoltarea metodelor de generare a datelor sintetice,
evaluarea implicatiilor asupra confidentialititii ale modelelor generative si elaborarea
unor metode de inviitare automati pentru aplicatii clinice cu date limitate. In domeniul
generdrii de imagini, teza analizeaza arhitecturi generative aplicate in histopatologie si
imagistica CT, propune cadre de augmentare a datelor cu protectie a confidentialitatii
si realizeaza o evaluare comparativd a modelelor, evidentiind compromisurile dintre
calitatea imaginilor, utilitatea lor in sarcini ulterioare si riscurile privind confidentialitatea.
O intrebare centrala este dacd imaginile sintetice pot fi simultan utile clinic si sigure
sau daca pdstreazd urme identificabile din datele reale utilizate la antrenare. Dincolo de
generarea de imagini, teza abordeaza si scenarii cu deficit de date prin doua contributii
in analiza tulburdrilor neurologice: o recenzie sistematicd a metodelor de Tnvatare
nesupervizatd si auto-supervizatd pentru epilepsie pe baza datelor EEG si un studiu
experimental privind detectarea automatd a blocajului mersului in boala Parkinson,

folosind date de la senzori accelerometrici.

1.3 Continutul tezei

Teza este structurata in doud parti. Partea I (Capitolele 1-2) stabileste cadrul teoretic
si conceptual al lucrdrii. Partea a II-a (Capitolele 3-7) prezintd contributiile originale:
o recenzie sistematicd a metodelor de sintezad a imaginilor medicale bazate pe GAN
(Capitolul 3), invatarea nesupervizatd pentru tulburéri neurologice (Capitolul 4),dezvol-
tarea unor tehnici de augmentare a imaginilor histopatologice cu mecanisme de protectie
a confidentialitatii (Capitolul 5), o campanie multianuald de evaluare comparativa a
confidentialititii modelelor generative (Capitolul 6) si un studiu comparativ al compro-
misului dintre utilitate si confidentialitate 1n sinteza imaginilor obtinute prin Tomografie
Computerizata (CT) (Capitolul 7). Capitolul 8 sintetizeazd concluziile, evidentiaza
contributiile originale, prezintd lista publicatiilor si contureaza directiile de cercetare

viitoare.



Capitolul 2

Concepte Teoretice

2.1 Necesitatea imaginilor medicale sintetice

Sarcini precum detectarea bolilor, segmentarea si predictia evolutiei clinice necesitd acces
la seturi de date extinse, diverse si bine etichetate. In practici, acest acces este limitat
constant de trei bariere majore. In primul rand, constringerile legale si institutionale
impiedica, de cele mai multe ori, partajarea datelor brute ale pacientilor intre spitale.
In al doilea rand, procesul de adnotare necesitd expertiza radiologilor sau patologilor,
fiind astfel costisitor si influentat de variabilitatea intre observatori. In al treilea rand,
bolile rare si cazurile atipice sunt, in mod inerent, subreprezentate, ceea ce duce la un
dezechilibru de clase in seturile de date disponibile. In acest context, imaginile medicale

sintetice ofera o posibila solutie pentru depasirea acestor limitari.

2.2 Confidentialitatea datelor In imagistica biomedicala

In ciuda potentialului lor, modelele generative ridici probleme importante legate de
confidentialitate si securitate. Studii recente aratd cd atit GAN-urile, cat si modelele de
difuzie pot memora sau reproduce caracteristici identificabile din imaginile reale utilizate
la antrenare. In context biomedical, acest aspect este deosebit de sensibil, deoarece
imaginile pot contine informatii biometrice sau diagnostice despre pacienti.

Literatura descrie trei tipuri principale de atacuri: atacuri de legatura (re-identificarea
pacientilor prin corelarea datelor sintetice cu cele reale), inferenta atributelor (deducerea
unor caracteristici sensibile) si inferenta apartenentei (determinarea dacd o anumita
imagine a fost inclusd 1n setul de antrenament) [23, 16, 15, 25]. In acest context,
asigurarea faptului cd imaginile sintetice sunt atat utile clinic, cat si sigure din punctul
de vedere al confidentialitatii necesitd metode riguroase si standardizate de evaluare, un

aspect care motiveaza direct contributiile acestei teze.



2.3 Modalitati de imagistica medicala

Teza se concentreazd pe doud modalitdti principale de imagisticd. Histopatologia presu-
pune examinarea microscopicd a sectiunilor de tesut colorate cu Hematoxilind si Eozind
(HAE), oferind detalii esentiale despre morfologia celulard, necesare pentru diagnosticul
si stadializarea cancerului. Imaginile de tip whole-slide (WSI) sunt, de reguld, impartite
in fragmente mai mici pentru a permite analiza automata [7]. TC utilizeaza raze X pentru
a genera imagini 1n sectiune transversald ale corpului, facilitand analiza volumetrica a
structurilor anatomice. In cadrul acestei teze, imagistica tuberculozei pulmonare este

utilizatd ca domeniu de aplicatie pentru experimentele din Capitolele 6 si 7.

2.4 Modele generative

Retelele Generative Adversariale (GAN) constau dintr-un generator G si un discrimi-
nator D antrenati in mod adversarial. G mapeazi un vector latent z~ p,(z) la un esantion
sintetic, in timp ce D clasificd fiecare imagine ca reald sau falsd [6]. Antrenamentul este

guvernat de obiectivul minimax:
mGianaX V(D,G) = Expg,, [logD(x)] +E;p [log(1 — D(G(z)))]. (2.1)

Variantele GAN utilizate Tn aceasta tezd includ DCGAN [21], cGAN [17], Bi-
gGAN [5] si StyleGAN [13].

Modelele Probabilistice de Difuzie prin Denoising (DDPM) genereazd imagini
prin invatarea inversdrii unui proces gradual de addugare a zgomotului pe parcursul
a T pasi [10]. Procesul direct g(x;! |!\x;—1) = A (X3 \/1——[3t,x,_1, ,B:I) degradeazi
progresiv datele pana la zgomot gaussian izotrop, iar distributia initiald este reconstru-
itd cu ajutorul unei retele neuronale care modeleaza procesul invers pg(x;—1! |!x;) =
N (13 g (x¢,), g (x;,2)). In tezd sunt analizate atat variantele neconditionate, cat si

cele conditionate (cDiffusion).

Metrici de evaluare. Calitatea imaginilor si fidelitatea distributionald sunt evaluate
folosind Distanta Fréchet de Inception (FID) [9], Scorul Inception (IS) [22] si metrici
bazate pe precizie/recall (precizie-a, recall-f3, densitate, acoperire). Riscurile privind
confidentialitatea sunt cuantificate prin ratele de succes ale atacurilor de inferentd a

apartenentei.



Capitolul 3

Identificarea Tendintelor in Retelele
Generative Adversariale

3.1 Domeniu si motivatie

GAN-urile au devenit printre cele mai utilizate modele pentru sinteza realistd a ima-
ginilor medicale, cu aplicatii care acoperd radiologia, histopatologia, oftalmologia si
dermatologia. Expansiunea rapidd a metodelor bazate pe GAN a generat o literaturd
extinsi, insi fragmentatd. In acest context, acest capitol prezinti o revizuire sistematici a
metodelor de sintezd a imaginilor medicale bazate pe GAN, realizatd in conformitate cu
ghidurile PRISMA [19], oferind astfel un cadru metodologic unitar pentru contributiile

experimentale din capitolele urmatoare.

3.2 Metodologie

A fost utilizat un sir de cdutare structurat, care a combinat termeni specifici Retelelor
Generative Adversariale cu diferite modalitdti de imagisticd medicala, aplicat in bazele
de date PubMed, IEEE Xplore si Scopus. Criteriile de includere au impus ca studiile
sd: (1) utilizeze metode bazate pe GAN pentru generarea sau translatarea imaginilor
medicale; (ii) sd se concentreze pe cel putin o modalitate de imagistica medicald; (iii)
si includd o evaluare cantitativii a rezultatelor. In total au fost identificate 11.592 de
inregistrari. Dupa eliminarea duplicatelor, filtrarea titlurilor si rezumatelor, precum si

evaluarea textului integral, au fost selectate 286 de studii pentru analiza aprofundata.

3.3 Rezultate

Tendinte de publicare si seturi de date. Dintre cele 286 de studii incluse, 227 (79,2%)
au fost publicate in ultimii cinci ani. In ceea ce priveste tipul seturilor de date utilizate,

137 de articole s-au bazat exclusiv pe seturi de date publice, 127 au utilizat date private,



iar 22 au combinat ambele tipuri. RMN-ul reprezintd cea mai frecvent utilizata modalitate
de imagistica, fiind urmat de radiografiile pe raze X si de imagistica fundului de ochi
(retinografie). De asemenea, CT-ul si histopatologia sunt bine reprezentate n literatura.
Predominanta neuroimagisticii si a imagisticii toracice reflecta existenta unor seturi de

date publice de tip benchmark, de mari dimensiuni, disponibile in aceste domenii.

Pre-procesare si arhitecturi. Etapele de pre-procesare diferd in functie de modali-
tatea de imagistici utilizati. in cazul datelor CT, acestea sunt supuse ferestrelor HU
si normalizarii intensitatii. Datele RMN necesitd, de reguld, eliminarea craniului si
corectia cAmpului de bias. In cazul lamelor histopatologice, sunt aplicate tehnici de
normalizare a coloratiei (precum Reinhard si Macenko), precum si fragmentarea in
patch-uri. Din perspectiva paradigmelor de generare, traducerea imagine-la-imagine
este cea mai frecvent intalnitd, fiind utilizate pe scard largd modele precum Pix2Pix
(59 de studii, 20,3%), CycleGAN (59 de studii, 20,6%) si cGAN (58 de studii, 20,3%).
Sinteza neconditionatd este dominatd de variante ale DCGAN si PGGAN, in timp ce
sinteza conditionatd utilizeaza tot mai frecvent familii de modele de tip StyleGAN pentru

obtinerea unor rezultate la rezolutii inalte.

Lacune in evaluare. Metricile FID si IS sunt cele mai frecvent raportate, fiind utilizate
in peste 80% dintre studii. In schimb, metricile care reflectd utilitatea clinicd, cum ar
fi performanta in sarcini clinice, apar in mai putin de 40% dintre articole. Evaluarea
confidentialitdtii, adica verificarea faptului ca imaginile sintetice nu pot reproduce sau
dezvalui datele de antrenare, este raportatd in doar 5 studii, in ciuda afirmatiilor frecvente
privind beneficiile acestor metode in protejarea confidentialitatii.

3.4 Concluzii

Aceastd recenzie evidentiaza adoptarea rapida a GAN-urilor pentru generarea de imagini
medicale in diverse modalitdti si contexte clinice. Aceste modele au demonstrat un
potential semnificativ in aplicatii precum augmentarea datelor, traducerea intre modalitéti
si simularea patologiilor, reusind sd genereze imagini anatomic realiste si relevante din
punct de vedere clinic. In acelasi timp, persistd o serie de limitiri importante. Multe
metode se bazeaza inca pe seturi de date pereche, practicile de evaluare riman neuniforme
si adesea nu reflecta adecvat utilitatea clinica, iar aspectele legate de confidentialitate
sunt rareori abordate in mod riguros. Aceste probleme evidentiazad necesitatea unor cadre
de lucru mai robuste, mai relevante clinic si care sd asigure protectia datelor.

Desi GAN-urile reprezintd un instrument promitdtor pentru sinteza imaginilor medi-
cale, depasirea provocarilor discutate Tn aceastd recenzie este esentiald pentru tranzitia
acestor metode din zona cercetdrii experimentale cdtre aplicatii sigure, fiabile si utilizate

pe scara larga.



Capitolul 4

Metode de invatare automata pentru
analiza tulburarilor neurologice

4.1 Domeniu si motivatie

Acest capitol prezintd doua contributii complementare care abordeaza tulburarile neu-
rologice prin metode de IA, eficiente din punct de vedere al utilizarii etichetelor: (i) o
recenzie sistematicd a literaturii privind Tnvatarea nesupervizatd si auto-supervizata apli-
cata cercetarii epilepsiei pe baza de EEG; (i1) un studiu experimental privind detectarea
automata a blocajului de mers (Freezing of Gait - FoG) in boala Parkinson, utilizand
date provenite de la accelerometre tri-axiale.

4.2 Recenzie sistematica a epilepsiei pe baza EEG

Metodologie. Recenzia a fost realizatd in conformitate cu ghidurile PRISMA. Au
fost consultate cinci baze de date: Embase, Cochrane, Web of Science, PubMed si
Google Scholar. Ceriteriile de includere au impus ca studiile sd utilizeze algoritmi
nesupervizati sau auto-supervizati aplicati inregistrarilor EEG provenite de la subiecti
umani diagnosticati cu epilepsie, publicate dupd anul 2013 si redactate in limba engleza.
In total au fost identificate 11.592 de inregistriri. Dupi procesul de filtrare, au fost
retinute 108 studii pentru analiza.

Rezultate. Dintre cele 108 studii incluse, 82 (75,9%) au utilizat exclusiv seturi de date
publice, cele mai frecvent utilizate fiind CHB-MIT [24] si setul de date al Universitatii din
Bonn [3]. Detectia crizelor epileptice a fost cea mai frecventd sarcind (57% dintre studii),
urmata de predictia crizelor (25%), clasificarea tipului de criza (22%), localizarea crizelor
(4%) si caracterizarea pacientilor (2%). Au fost identificate doud paradigme principale de
modelare: modele specifice pacientului (42 de studii), care ofera performante ridicate dar
generalizare limitata, si modele multi-pacient generalizate (63 de studii), cu performante

mai stabile Intre subiecti. Din punct de vedere metodologic, autoencodoarele si metodele



de clustering sunt predominante, in timp ce abordarile contrastive si auto-supervizate
reprezintd o directie emergentd. Totodatd, 73% dintre studii nu raporteaza proceduri
de eliminare a artefactelor, ceea ce ridica probleme de reproductibilitate. Transformata
Fourier pe termen scurt este cea mai utilizata reprezentare timp-frecventa. Lipsa unor
protocoale standardizate de evaluare este identificatd ca principal factor limitativ al

domeniului.

4.3 Detectarea Blocajului de Mers

Metodologie. Blocajul de mers reprezintd o incapacitate tranzitorie de initiere sau
mentinere a mersului si constituie unul dintre cele mai invalidante simptome motorii ale
bolii Parkinson. Detectarea automata prin senzori purtabili este relevanta clinic pentru
monitorizarea evolutiei bolii si activarea interventiilor asistive [8].

Au fost evaluate cinci cadre de Invdtare profunda: doua variante AlexNet (AlexNet-
A, cu un strat ascuns suplimentar, si AlexNet-B, fard acesta), LeNet, VGG-16 si un
model bazat pe autoencoder pentru extragerea caracteristicilor, urmat de un clasificator
SVM. Toate modelele au utilizat ca intrare segmente de 2, 3, 4 si 5 secunde, cu supra-
punere de 50%, din semnalele accelerometrului tri-axial. Studiul a analizat sistematic
influenta pozitionarii senzorului (gleznd, coapsa, trunchi), a axelor semnalului (X, Y, Z
si magnitudine), precum si a strategiilor de echilibrare a datelor (sub-esantionare versus
lipsa echilibrdrii) asupra performantei de detectie. A fost utilizat setul de date Daphnet
FoG [4], care contine 8§ ore si 20 de minute de inregistrari provenite de la 10 pacienti.
Rezultate. Toate cele cinci modele evaluate au atins o acuratete maxima de pana la
90,92%. Modelul bazat pe autoencoder si SVM, impreund cu LeNet, au oferit cele mai
consistente performante in functie de pozitia senzorului. Senzorii amplasati pe coapsa si
trunchi au generat Tn mod constant cele mai discriminative semnale, in timp ce senzorii
de la glezna au prezentat o variabilitate mai mare a performantei. Intrarile bazate pe
magnitudine au depasit consistent utilizarea axelor individuale in toate arhitecturile
testate. Cea mai buna configuratie (autoencoder, coapsd, magnitudine) a atins o acuratete
de 90,92%, depasind abordarile CNN comparabile din literatura cu 0,8—7%.

4.4 Concluzii

Recenzia privind epilepsia bazatd pe EEG evidentiaza o literatura extinsd, dar eterogena,
st identificd drept lacune majore lipsa standardizarii evaludrii si diversitatea redusa a
seturilor de date. Studiul privind detectareablocajului de mers oferd recomandari concrete
privind plasarea senzorilor si alegerea arhitecturilor, obtinand performante superioare
fatd de lucririle anterioare. In ansamblu, ambele contributii subliniazid importanta

.....

viitoare Tn domeniu.



Capitolul 5

Augmentarea Imaginilor
Histopatologice cu Protejarea
Confidentialitatii

5.1 Domeniu si motivatie

Examinarea histopatologica a sectiunilor de tesut colorate H&E este esentiald pentru
diagnosticarea cancerului colorectal (CRC), al treilea cel mai frecvent tip de cancer la
nivel global, precum si a cancerului de sin [18]. Dezvoltarea unor modele computationale
robuste este nsd limitata de disponibilitatea unor seturi de date mari si bine adnotate.
In acest context, capitolul de fati propune un GAN Conditional (cDCGAN) pentru
sinteza multi-clasd a imaginilor histopatologice si evalueazad in mod riguros atat calitatea
imaginilor generate din perspectiva clinica, cat si proprietdtile de confidentialitate ale

acestora.

5.2 Metodologie

Arhitectura cGAN propusa. Modelul cDCGAN propus se bazeaza pe arhitectu-
rile DCGAN [21] si cGAN [17], fiind extins prin modificdri arhitecturale adaptate
sintezei histopatologice multi-clasd. Etichetele de clasa sunt utilizate ca semnale de
conditionare atat pentru generator, cat si pentru discriminator. Generatorul conditional
este compus din cinci straturi de convolutie transpusa (kernel 4, 128 filtre, stride 2),
care proceseaza un vector latent de dimensiune 1500 concatenat cu etichetele clasei.
Fiecare strat deconvolutional este urmat de activarea LeakyReLU cu pantd 0,2, iar iesirea
finala este obtinutd prin functia Tanh. Discriminatorul este format din cinci blocuri
convolutionale cu kernel 4 x 4 si stride 2, fiind incheiat cu un strat sigmoid pentru clasifi-
carea real/sintetic. Modelul este antrenat cu un batch size de 125, utilizand optimizatorul
Adam (learning rate 0,0002, B; = 0,5) si functia de pierdere entropie incrucisati, pe un



set de 79.026 de imagini de antrenament din datasetul NCT-CRC-HE-100K [14]. Sunt
incluse sapte clase de tesut: DEB, LYM, MUC, MUS, STR, TUM si NORM.
Evaluarea confidentialitatii. Analiza confidentialititii urmeaza protocolul Image-
CLEFmedical GANSs [2]. Pornind de la un set de imagini generate G si un set mixt de
imagini reale (care include atat imagini utilizate in antrenament, cat si imagini neutili-
zate), sarcina este de a identifica dacd se poate determina care imagini reale au contribuit
la procesul de antrenare.

Metoda propusd are doud etape: (i) extragerea de caracteristici folosind retele neuro-

nale convolutionale pre-antrenate (ResNet50, EfficientNet si DenseNet121); (ii) gruparea
nesupervizata a caracteristicilor imaginilor generate, utilizand k-means si clustering ie-
rarhic. Ipoteza de baza este ca imaginile utilizate in antrenament tind s fie mai apropiate
in spatiul de reprezentare de grupurile formate de imaginile generate, comparativ cu
imaginile nevdzute.
Evaluarea utilitatii. Utilitatea imaginilor sintetice este evaluatd prin performanta in
sarcini de clasificare. Sunt utilizate patru arhitecturi: DenseNet, ResNet-50, EfficientNet
si MobileNetV2, antrenate pe combinatii de date reale si sintetice si comparate cu modele
antrenate exclusiv pe date reale.

In plus, este realizat un test de tip Turing, in care patru specialisti in histopatologie

evalueaza realismul perceptual al imaginilor generate.

images

Fig. 5.3 Exemple de imagini reale si sintetice din setul NCT-CRC-HE-100K pentru
cancer colorectal: (a) DEB, (b) LYM, (c¢) MUS, (d) STR, (e) TUM, (f) MUC, (g) NORM.
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Tabelul 5.2 Compararea scorului FID cu metode de ultima generatie pe setul CRC (R =
imagini reale, S = imagini sintetice).

Metoda S5k Rvs5kS 10k Rvs 10k S
PathologyGAN [1] 83,52 56,03
Difuzie Conditionatd [11] 292,86 286,25
StyleGAN [13] 202,42 194,01
Propus 50,14 41,79

5.3 Rezultate

Calitatea imaginii. Figura 5.3 ilustreazd exemple de imagini reale si generate pentru
toate cele sapte clase de tesuturi. Imaginile sintetice reusesc sa surprindd in mod fidel
caracteristicile morfologice relevante, inclusiv textura, tiparele de colorare si organizarea
celulard, atingand un nivel de realism care le face dificil de distins fatd de imaginile reale.
Evaluarea cantitativd indicd un FID mediu de 64,09 pe toate clasele, cu cea mai buna
performanta Tnregistrata pe clasa LYM (21,2). Dupa cum este prezentat in Tabelul 5.2,
metoda propusa depdseste semnificativ baseline-urile existente.

Evaluare perceptuala si confidentialitate. Rezultatele testului de tip Turing aratd ca
specialistii nu au reusit sd distingd in mod consistent imaginile reale de cele sintetice,
acuratetea de detectie situdndu-se aproape de nivelul aleator pentru majoritatea tipurilor
de tesut.

In ceea ce priveste confidentialitatea, acuratetea identificirii amprentelor datelor de
antrenament ramane in jur de 50%, indiferent de extractorul de caracteristici, metrica
de distantd sau algoritmul de clustering utilizat. Acest rezultat sugereaza cd imaginile
generate nu pastreazad informatii identificabile despre datele de antrenament.

Utilitatea imaginilor generate. Augmentarea seturilor de antrenament cu imagini
sintetice conduce la imbunatatiri constante ale performantei clasificatorilor, cu castiguri
intre 1,83% si 35,36%, in functie de arhitecturd. In plus, testarea pe un set independent
de date pentru cancer de san confirma generalizabilitatea si utilitatea metodei dincolo de

domeniul initial de antrenare.

5.4 Concluzii

Acest capitol demonstreaza cd sinteza de imagini histopatologice bazatd pe GAN
conditional poate asigura simultan calitate ridicatd a imaginilor, utilitate Tn sarcini
clinice si protejarea confidentialitatii datelor.

Modelul cDCGAN propus depaseste atat PathologyGAN, cat si baseline-urile mai
recente precum modelele de difuzie si StyleGAN in ceea ce priveste scorul FID, generand
in acelasi timp imagini perceptual indistinctibile de tesuturile reale si care nu expun

amprentele datelor de antrenament.
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Capitolul 6

Investigarea Impactului Modelelor
Generative asupra Imaginilor
Biomediale Sintetice

6.1 Introducere si motivatie

In ciuda utilizirii tot mai frecvente a modelelor generative in imagistica medicali,
evaludrile sistematice privind scurgerea de informatii private in imaginile sintetice
raman limitate. Pentru a aborda acest gol, am lansat seria de evaluare comparativa
ImageCLEFmedical GANs in cadrul ImageCLEF, oferind un cadru structurat pentru
analiza modului in care imaginile sintetice codifica, pastreaza sau dezvaluie informatii
despre datele de antrenament.

Sunt investigate trei Intrebari principale de cercetare: (1) sunt detectabile ampren-
tele datelor de antrenament Tn imaginile sintetice? (2) poate fi identificatd arhitectura
generativa care a produs o imagine sintetica? (3) pot fi atribuite imaginile sintetice unor

subseturi specifice de date de antrenament?

6.2 Metodologie

Fiecare editie a pus la dispozitia participantilor seturi de imagini CT biomedicale, atat
reale, cat si sintetice, generate de diferite arhitecturi, impreuna cu un protocol standardizat
de evaluare. Modelele generative incluse acoperd cGAN, BigGAN, DCGAN si modele
de difuzie. Metodologiile dezvoltate de Laboratorul Al Multimedia au evoluat de-a
lungul editiilor: in 2023 s-au utilizat extragerea de caracteristici si grupare nesupervizata,
in 2024 s-a trecut la clasificare cu CNN-uri profunde; iar in 2025 a fost introdusa
o arhitecturad bazatd pe retele siameze. Pentru subtask-ul 2 (detectarea amprentelor
modelului), caracteristicile sunt extrase folosind MobileNetV2, EfficientNet si DenseNet-
121. PCA este utilizatd pentru reducerea dimensionalitdtii (95% sau 90% varianta



pastratd), iar apoi imaginile sunt grupate prin k-means sau clustering ierarhic aglomerativ

in functie de arhitectura generatoare.

6.3 Rezultate

Subtask 1: Identificarea amprentelor datelor de antrenament Aceast subtask este
formulat ca o clasificare binard (,,utilizat pentru antrenament” si ,,neutilizat”) si este
evaluatd prin scorul F1 (2023-2024) si coeficientul kappa Cohen (2025).

Abord:rile Laboratorului AI Multimedia. in 2023, a fost antrenat un DCGAN pe
imagini reale, iar rezultatele sale au fost utilizate ca referintd. Pentru clasificare, au fost
extrase caracteristici de texturd LBP si caracteristici profunde VGG-16, care au fost intro-
duse intr-un SVM binar. Rezultatele au ardtat cd LBP depéseste caracteristicile profunde
(F1 = 0,626 fata de 0,585), sugerand ca textura surprinde mai bine semnaturile de tip

>

amprenti”. In 2024 au fost propuse doui abordiri: (i) segmentarea regiunii pulmonare
cu U-Net, urmatd de extragerea caracteristicilor (ResNet-50, DenseNet-121) si clustering
ierarhic; (ii) detectie de anomalii cu autoencoder, folosind eroarea de reconstructie (MSE
sau SSIM). Cea mai buna performanta a fost obtinutd de autoencoderul bazat pe SSIM
(F1 = 0,594 pe setul cGAN). In 2025, a fost utilizatii o retea siamezi antrenati cu pierdere
contrastivd pe perechi de imagini reale si sintetice, obtinand kK = 0,036 pe setul de test.
Constatiiri. In 2023-2024, mai multe echipe au obtinut performante semnificativ peste
nivelul aleator (F1 pana la 0,80), confirméand cd modelele de difuzie si cGAN lasd am-
prente detectabile la nivel de imagine. In schimb, editia 2025, bazati pe StyleGAN, a fost
mult mai dificila: toti cei 33 de participanti au obtinut valori ale kappa aproape de zero,
iar cea mai mare acuratete raportatd a fost 0,574. Acest rezultat sugereaza ca StyleGAN
este considerabil mai rezistent la inferenta apartenentei la nivel de imagine. Ramane
deschisa intrebarea daca acest lucru reflectd o imbunatatire reald a confidentialitatii sau

limitari ale metodelor actuale de analiza.

Subtask 2: Detectarea amprentelor modelului generativ Introdus in 2024, aceast
subtask investigheaza daca imaginile sintetice pot fi grupate dupd modelul generativ
care le-a produs, fara supraveghere. Setul de antrenament contine imagini CT sintetice
generate de trei modele, iar setul de test include imagini generate de patru modele diferite.
Evaluarea se face prin Indicele Rand Ajustat (ARI).

Abordarea Laboratorului AI Multimedia utilizeaza caracteristici extrase din cinci
CNN-uri pre-antrenate pe ImageNet (VGG-16, ResNet-50, MobileNetV2, EfficientNet,
DenseNet-121), precum si LBP. Aceste caracteristici sunt apoi grupate prin k-means
si clustering ierarhic. Pe setul de antrenare, DenseNet-121 a obtinut ARI perfect (1,0).
Pe setul de test oficial, MobileNetV2 cu clustering ierarhic a atins ARI = 0,9971, iar
DenseNet-121 ARI = 0,9965, rezultand locul 2 din 46 de echipe (cea mai buna echipa:
ARI = 1,0 folosind t-SNE + k-means).
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Constatiiri. Rezultatul central consti in contrastul puternic fatd de subtask-ul 1. In timp
ce identificarea apartenentei la datele de antrenament este dificila, gruparea imaginilor
dupd modelul generativ este aproape triviald. Diferite arhitecturi imprima semnaturi
stabile si distincte in texturd, continut frecvential si artefacte structurale, usor de detectat

chiar si In prezenta modelelor necunoscute la testare.

Subtask 3: Identificarea subseturilor de date de antrenament Introdus in 2025,
acest subtask mutd accentul de la confidentialitatea la nivel de imagine catre confidentialitatea
la nivel de set de date: fiecare imagine sintetica trebuie atribuitd subsetului de date reale
care a fost utilizat la antrenarea modelului generativ.

Sunt definite cinci subseturi (# 1-¢5), utilizate pentru antrenarea unui model de difuzie.
Setul de test contine imagini sintetice din regiuni CT toracice, cervicale si abdominale,
introducand variabilitate anatomica ridicatd. Metrica oficiald este acuratetea clasificarii.

Abordarea Laboratorului AI Multimedia. Au fost propuse doud metode. Metoda
1 combina caracteristici CNN (MobileNetV2, ResNet-50, EfficientNet, DenseNet-121)
cu k-means, clustering ierarhic sau SVM. Cel mai bun rezultat este obtinut cu ResNet-50
+ SVM (52,36%).

Metoda 2 utilizeaza o retea siameza cu patru blocuri convolutionale, embedding
L2-normalizat de dimensiune 256 si pierdere contrastiva, atribuind fiecare imagine celui
mai apropiat centroid de subset. Pe setul de dezvoltare, modelul atinge 100% acuratete,
iar pe setul oficial de test obtine 99,04 %, clasindu-se pe locul 1 din 11 echipe.
Constatari. Rezultatele aratd cd imaginile generate prin difuzie péastreaza informatii
statistice puternice despre subsetul de antrenament, inclusiv tipare anatomice, distributia
leziunilor si caracteristici de achizitie. Acest lucru permite o atribuire aproape perfectd la
nivel de set de date. Acest aspect reprezinta un risc important si adesea subestimat pentru
confidentialitate: chiar dacd identificarea imaginilor individuale este dificild, informatiile
agregate la nivel de cohortd pot fi recuperate cu acuratete foarte ridicata.

6.4 Concluzii inter-editii

Din ansamblul rezultatelor se desprind trei concluzii principale: (i) modelele de difuzie
prezintd amprente mai usor detectabile ale datelor de antrenament decat GAN-urile
clasice; (i1) variantele StyleGAN sunt cele mai rezistente atat la detectarea amprentelor,
cat si la atribuirea modelului; (iii) atribuirea imaginilor sintetice la subseturi de date
este fezabild, indicand ca riscurile de confidentialitate depasesc simpla inferentd a
apartenentei.

Aceste observatii sustin necesitatea dezvoltdrii unor cadre generative care integreaza
confidentialitatea Incd din faza de proiectare si aratd cd protectia datelor nu poate fi

presupusa, ci trebuie verificatd empiric.
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Capitolul 7

Compromisuri
Utilitate-Confidentialitate in Generarea
de Imagini Medicale Sintetice

7.1 Introducere si motivatie

Acest capitol prezintd un studiu experimental comparativ amplu asupra a sase arhitecturi
reprezentative pentru sinteza imaginilor CT: DCGAN, cGAN, StyleGAN1, StyleGAN2,
difuzie neconditionati si difuzie conditionati (cDiffusion). Intrebarea centrali de cer-
cetare este dacd existd corelatii intre calitatea imaginii, utilitatea in sarcini clinice si
riscurile de confidentialitate la nivel de arhitectura sau daca aceste dimensiuni sunt

independente si necesita evaluare separata.

7.2 Metodologie si cadru de evaluare

Toate cele sase arhitecturi au fost antrenate pe acelasi set de date CT toracic. Cadrul de
evaluare integreaza sase directii complementare: (i) Metrici de fidelitate si diversitate:
FID, IS, a-precizie, B-recall, densitate si acoperire; (ii) Plauzibilitate anatomica: un
model UNet de segmentare pulmonara este utilizat pentru a verifica prezenta, localizarea
si proportiile structurilor anatomice din imaginile sintetice; (iii) Evaluare perceptu-
ala umana (test de tip Turing): radiologii analizeaza imagini sintetice 1n sarcini cu
imagine unica si cu imagini multiple, clasificind fiecare caz ca real, sintetic sau incert;
(iv) Explicabilitate (Grad-CAM): hartile de activare bazate pe gradient evidentiaza
regiunile imaginii utilizate de retelele discriminator pentru a diferentia imaginile reale
de cele sintetice; (v) Evaluarea confidentialitatii: atacurile de inferentd a apartenentei
sunt utilizate pentru a cuantifica riscul ca imaginile sintetice sda dezvaluie informatii
despre datele de antrenament; (vi) Suprapunerea distributionala: proiectiile t-SNE ale



caracteristicilor extrase din retele profunde sunt utilizate pentru a analiza suprapunerea

distributionala si acoperirea modurilor Intre datele reale si cele sintetice.

7.3 Rezultate

Calitatea imaginii si fidelitatea distributionala. Modelul de difuzie conditionat
obtine cea mai echilibratd performantd, cu FID scazut (56,4) si JSD (0,014), precum
si valori ridicate pentru precizie (0,712), recall (0,375), densitate (0,576) si acoperire
(0,636).

In contrast, DCGAN prezinti valori foarte reduse pentru toate aceste metrici, indicand
un colaps al modelului. StyleGAN2 obtine un FID moderat (57,9), dar un recall foarte
scazut (0,0035) si o acoperire limitata (0,182), sugerand o calitate vizuald bund, dar
concentratd ntr-o zona restransa a distributiei.

Evaluarea perceptualii umani. In sarcina cu imagine unici, imaginile cGAN sunt
cel mai usor de identificat ca sintetice (93,3%), in timp ce StyleGANI este cel mai
convingdtor (39,4% detectare corectd, 59,2% clasificate gresit ca reale).

Imaginile CT reale sunt recunoscute corect in doar 38,1% din cazuri, ceea ce
evidentiaza atat dificultatea sarcinii, cat si realismul ridicat al modelelor generative.

In sarcina cu imagini multiple, performanta de discriminare creste pentru toate
modelele, deoarece comparatia directd scoate in evidenta inconsistente subtile.
Evaluarea confidentialitatii. Riscul de confidentialitate variaza semnificativ in functie
de arhitecturd. Modelele de difuzie sunt cele mai vulnerabile la inferenta apartenentei,
in acord cu Capitolul 6.

In schimb, StyleGAN prezinti cea mai mici susceptibilitate, in ciuda realismului
ridicat, fiind astfel cea mai sigura familie din perspectiva confidentialitatii.

Analiza Grad-CAM aratd diferente clare n mecanismele de detectie: GAN-urile
sunt identificate prin artefacte locale de texturd, in timp ce modelele de difuzie prin

inconsistente structurale globale.

7.4 Concluzii

Nicio arhitecturd nu domina toate dimensiunile evaluate. Modelul cDiffusion ofera cel
mai bun echilibru general, dar prezintd riscuri mai mari de confidentialitate. Modelele
StyleGAN sunt cele mai realiste si mai robuste din punct de vedere al confidentialitatii,
dar au o diversitate mai redusd. DCGAN suferd in mod clar de colaps de moduri. Aceste
rezultate evidentiaza necesitatea utilizdrii unor cadre de evaluare multidimensionale
pentru validarea imaginilor medicale sintetice si aratd ca metodele cu confidentialitate

integratd in design sunt esentiale pentru aplicatii clinice reale.
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Capitolul 8
Concluzii

Aceasti tezi investigheazi aplicarea IA si A pe date medicale din multiple modalititi si
contexte clinice, contribuind la dezvoltarea unor sisteme de incredere si eficiente pentru
domeniul sanatatii. Contributiile vizeazd generarea de imagini medicale sintetice si
evaluarea confidentialitdtii, invitarea nesupervizata ti pentru analiza tulburdrilor neu-
rologice, precum si Tnvdtarea automata pentru detectarea simptomelor motorii pe baza
senzorilor purtabili. Impreuns, aceste directii avanseazi intelegerea modului in care
metodele de 1A pot fi proiectate, evaluate si implementate responsabil in contexte clinice

reale.

8.1 Rezultate obtinute

Partea I introduce fundamentele tezei. Capitolul 2 stabileste cadrul conceptual, acope-
rind motivatia utilizarii datelor medicale sintetice, provocarile de confidentialitate in
imagistica biomedicald si arhitecturile modelelor generative analizate 1n lucrare.

Partea a II-a prezinta contributiile originale. Este propusa o recenzie sistematicd a
metodelor bazate pe GAN pentru sinteza imaginilor medicale, care oferd o privire de
ansamblu asupra arhitecturilor, seturilor de date si practicilor de evaluare, evidentiind 1n
special lacunele legate de confidentialitate si utilitate in sarcini clinice.

Un GAN conditional convolutional profund (cDCGAN) este dezoltat pentru gene-
rarea de imagini histopatologice pentru sapte clase de tesuturi. Rezultatele aratd ca
augmentarea cu date sintetice imbunatateste performanta clasificdrii si contribuie la
protejarea confidentialitatii pacientilor. Evaluarea realizata de experti confirma realis-
mul imaginilor generate, iar analizele de confidentialitate indica absenta scurgerii de
informatii identificabile din datele de antrenament. Modelul demonstreaza si capacitate
de generalizare pe un set independent de date pentru cancer de san.

O campanie de evaluare comparativa desfasuratd pe parcursul a trei editii consecutive
(2023-2025) ofera o analiza sistematicd a comportamentului modelelor generative din

perspectiva confidentialitatii. Rezultatele aratd cd modelele de difuzie lasd in mod



constant urme detectabile ale datelor de antrenament, in timp ce arhitecturile StyleGAN
prezinti cea mai redusi susceptibilitate la inferenta apartenentei. In plus, studiile
evidentiazd cd diferitele arhitecturi imprima semnaturi specifice si cd atribuirea imaginilor
sintetice la subseturi de date este posibild cu acuratete ridicata.

Un studiu comparativ a sase arhitecturi de sintezd CT (DCGAN, cGAN, StyleGANI,
StyleGAN?2, difuzie si difuzie conditionatd) confirmd faptul ca nu exista o corelatie
directd Intre calitate, utilitate si confidentialitate. Aceste dimensiuni trebuie evaluate
independent, motivand utilizarea unor cadre de evaluare multidimensionale. Difuzia
conditionata oferd cel mai bun echilibru intre fidelitate, diversitate si acoperire, in timp
ce StyleGAN obtine cel mai ridicat realism perceptual.

O recenzie sistematicd a metodelor de invitare nesupervizata si auto-supervizata
aplicate datelor EEG 1n epilepsie analizeaza utilizarea clusteringului, autoencodoarelor
si Tnvatarii contrastive in conditiile unor date etichetate limitate. Studiul evidentiaza
lipsa standardizarii evaludrii ca principald limitare a domeniului.

Un studiu experimental privind detectarea automata a blocajului de mers in boala
Parkinson utilizeaza semnale accelerometrice 3D pentru a evalua cinci cadre de invdtare
profunda, analizand influenta plasarii senzorilor, a axelor semnalului si a strategiilor de
echilibrare a datelor. Toate modelele ating acurateti de pand la 90,92%, iar autoencoderul
si LeNet oferd cele mai stabile rezultate. Senzorii plasati pe coapsa si trunchi sunt cei
mai informativi, iar reprezentarea pe magnitudine depaseste consistent abordarile pe axe

individuale.

8.2 Contributii originale

* [J1] propune un GAN conditional pentru generarea de imagini histopatologice de
cancer colorectal a sapte clase de tesuturi. Contributia mea consta in proiectarea ar-
hitecturii, validarea imaginilor prin evaluare de specialitate, compararea cu metode
de ultima generatie si analiza confidentialitdtii prin verificarea absentei scurgerii
de date identificabile. De asemenea, demonstrez Tmbundtdtirea performantei in

sarcini de clasificare si capacitatea de generalizare pe seturi de date multiple.

* [J2] prezintd o recenzie sistematicd a metodelor de invdtare nesupervizata si auto-
supervizata aplicate EEG 1n epilepsie. Lucrarea sintetizeaza metodele existente
pentru detectie, predictie si caracterizare a pacientilor fara dependentd de etichete,
analizand arhitecturi, seturi de date si protocoale de evaluare. Sunt evidentiate
limitdrile legate de lipsa datelor, variabilitatea inter-subiect si absenta benchmark-

urilor standardizate.

* [J3] propune un cadru bazat pe Vision Transformers pentru detectarea si stadia-

lizarea glomerulonefritei membranoase din imagini de microscopie electronica.
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Contributiile mele includ participarea la proiectarea si evaluarea experimentala a

modelului, precum si analiza performantei pe seturi de date interne si externe.

* [J4] oferd o recenzie sistematicd a GAN-urilor pentru imagini medicale, analizand
tendintele din domeniu, seturile de date, preprocesarea, arhitecturile si metricile
de evaluare. Lucrarea evidentiaza aplicatiile in sintezd neconditionatd, traducere

imagine-la-imagine si sinteza inter-modalitate, stabilind baza conceptuald a tezei.

* [J5] prezintd un studiu comparativ al modelelor generative pentru imagini medi-
cale, analizand compromisul dintre calitate, utilitate si confidentialitate. Lucra-
rea evalueaza sase arhitecturi Intr-un cadru unificat, utilizand metrici cantitative,
embedding-uri si evaludri umane, evidentiind limitele evaludrii bazate pe o singurd

metrica.

* [C1, C4, C6, C7, C8, C9, B1, B2, B3] investigheaza impactul modelelor ge-
nerative asupra imaginilor biomedicale sintetice printr-un cadru de evaluare a
confidentialitdtii. Contributia mea consta 1n organizarea si coordonarea unei cam-
panii internationale de evaluare pe parcursul a trei ani, proiectarea task-urilor si
curarea seturilor de date. Analizele realizate exploreaza modul in care arhitectu-
rile generative influenteazi confidentialitatea si proprietitile datelor sintetice. in
paralel, [J4] completeazd aceastd directie printr-o analizd comparativd a comporta-

mentului modelelor generative din perspectiva utilitdtii si confidentialitatii.

* [C2, C3, C5] propun metode pentru evaluarea confidentialitdtii n generarea de
imagini biomedicale, vizand identificarea amprentelor datelor de antrenament si a
scurgerilor de informatii din date sintetice. Contributiile mele includ dezvoltarea
de metode bazate pe invatare profunda si evaluarea lor sistematicd pe multiple
arhitecturi si seturi de date. Rezultatele obtinute se situeazd constant printre cele

mai performante abordéri din competitii.

* [C10, C11] investigheazd detectarea automatd a blocajului de mers in boala Par-
kinson pe baza semnalelor de la senzori purtabili. Contributiile mele includ
proiectarea si evaluarea modelelor CNN pentru analiza semnalelor accelerome-
trice, studiul influentei configuratiilor de senzori si al reprezentdrilor de semnal,

precum si comparatia cu metode existente pentru analiza mersului.

8.3 Lista publicatiilor originale

In aceasti sectiune este prezentati lista tuturor lucririlor publicate si a lucrarilor trimise
spre publicare. Fig. 8.1 prezinta o listd a lucrdrilor publicate si disponibile pe Google
Scholar la data de 3 mai 2026.
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Perspective pentru dezvoltari ulterioare

Contributiile acestei teze deschid mai multe directii de cercetare viitoare, care acopera ge-

nerarea de imagini medicale sintetice, proiectarea de modele cu protectia confidentialititii,

analiza clinicd si integrarea mai ampld a IA in practica medicala. In domeniul generdrii

de imagini medicale sintetice, rezultatele arata ca riscul de confidentialitate depinde
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puternic de arhitectura utilizata si nu poate fi dedus doar pe baza metricilor de calitate
a imaginii. O directie naturald pentru cercetarile viitoare este integrarea mecanismelor
de protectie a confidentialitdtii, precum confidentialitatea diferentiald, regularizarea
adversariald sau obiective de antrenare care tin cont de inferenta apartenentei, direct n
procesul de antrenare al modelelor generative, si nu doar evaluarea lor ulterior. Aceasta
tranzitie de la evaluare post-hoc la confidentialitate integratd Tn design este esentiala
pentru utilizarea sigurd a datelor medicale sintetice n contexte de partajare si reutilizare
clinica.

In paralel, modelele de evaluare pentru modelele generative necesiti dezvoltiri supli-
mentare. Rezultatele tezei evidentiaza faptul cd realismul vizual, fidelitatea distributionald,
plauzibilitatea anatomicad si rezistenta la atacuri de confidentialitate sunt dimensiuni
complementare, care pot varia semnificativ intre arhitecturi. Lucrdrile viitoare ar trebui
sd se concentreze pe dezvoltarea unor benchmark-uri standardizate si multidimensionale,
care sd integreze metrici bazate pe sarcini, evaluari anatomice si teste de rezistentd la
scurgeri de date. Astfel de cadre ar permite comparatii mai consistente Tntre modele si ar
oferi recomanddri mai clare pentru utilizarea lor in aplicatii sensibile din punct de vedere
al confidentialitatii.

In acest context, initiativele de evaluare comparativa coordonate de comunitate,
precum ImageCLEFmedical GANSs, reprezintd o platforma importantd pentru studierea
aspectelor de securitate si confidentialitate ale imaginilor medicale sintetice. Editia
2026 a acestei provocari introduce sarcini care vizeazd identificarea utilizdrii imaginilor
reale in antrenarea modelelor generative, asocierea imaginilor generate cu reprezen-
tari latente si generarea de sectiuni CT cu protectia confidentialitdtii. Aceste directii
investigheaza explicit amprentele datelor de antrenament, memorarea n spatiul latent si
posibila reconstructie neintentionatd a anatomiei pacientilor. Extinderea si participarea la
astfel de cadre reprezintd o directie importantd, deoarece permit analiza sistematicd a me-
canismelor de scurgere a informatiilor si sustin dezvoltarea de modele care echilibreaza
realismul cu garantii solide de confidentialitate.

Extinderea acestor metode la alte modalitdti imagistice precum RMN, ultrasunete
sau imagistica retiniand, precum si la sarcini mai complexe, cum ar fi sinteza volumetrica
3D si traducerea multi-modala, reprezinta o alta directie relevanta. In domeniul anali-
zei tulburarilor neurologice, contributiile din Capitolul 4 sugereazd mai multe directii
viitoare. Pentru cercetarea epilepsiei bazate pe EEG, este necesard dezvoltarea unor
benchmark-uri standardizate si compararea sistematicd a metodelor de invétare nesuper-
vizatd pe seturi de date diverse, pentru a consolida o literaturi in prezent fragmentati. In
cazul detectdrii blocajului de mers, provocdrile legate de generalizare, inclusiv numarul
redus de subiecti si dezechilibrul sever intre clase, trebuie abordate 1n lucrarile viitoare.
Directiile posibile includ evaluarea leave-one-subject-out pentru o analiz mai robusta,

integrarea arhitecturilor convolutionale si recurente in autoencodoare pentru captarea
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mai bund a dinamicii temporale si utilizarea modelelor generative pentru augmentarea
episoadelor rare de FoG.

Mai larg, integrarea datelor sintetice si a instrumentelor bazate pe IA in contexte
clinice reale necesita o aliniere mai stransa cu expertiza medicald si cu cadrele de
reglementare. Cercetdrile viitoare ar trebui sd analizeze modul in care seturile de date
sintetice pot fi validate, documentate si partajate in mod responsabil, precum si modul
in care reglementdri precum RGPD pot fi integrate in fluxurile de lucru ale modelelor
generative. Colaborarea interdisciplinara intre cercetdtori in IA, clinicieni si autoritéti
de reglementare va fi esentiala pentru transformarea acestor metode in instrumente de

incredere, utilizabile efectiv in cercetare si in practica medicald.
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